
II. TINJAUAN PUSTAKA

2.1 Stasioner

Analisis ARIMA (Autoregressive Integrated Moving Average) umumnya

mengasumsikan  bahwa proses umum dari time series adalah stasioner. Tujuan

proses stasioner adalah rata-rata, varian dan autokorelasi dari time series nya

konstan terhadap waktu. Jika data time series tidak stasioner maka dapat

dilakukan modifikasi data menggunakan differencing dan transformasi untuk

menghasilkan data yang stasioner. Variabel dan adalah variabel independen

dan variabel dependen pada waktu t yang disebut stasioner jika masing-masing

variabel adalah proses stasioner univariat dan fungsi kovarian silang antara dan

, Cov ( , ) dalam selang waktu yang berbeda yaitu selang waktu t untuk

variabel input dan selang waktu s untuk variabel ouput (Wei, 2006).

Time series dikatakan stasioner rata-rata jika E( ) = μ = µ adalah konstan untuk

semua t. Jika data tidak stasioner terhadap waktu, dapat dilakukan modifikasi data

dengan differencing. merupakan original data time series setelah dilakukan

differencing yang didefinisikan dengan :

= - = ∇ (2.1)
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dimana ∇ adalah differencing. Penulisan lain untuk differencing disebut operator

backshift yang didefinisikan dengan = jadi :

= (1 - B) = ∇ = - (2.2)

dengan ∇ = (1 - B). Jika differencing pertama tidak menghasilkan time series yang

stasioner maka dapat dilakukan differencing kedua yaitu :

= = ∇(∇ ) = (1 − ) = (1 – 2B + ) = - 2 +

(Montgomery et al, 2008)

Transformasi data digunakan untuk menstabikan atau mendapatkan varian yang

konstan. Transformasi ini disebut transformasi Box-Cox yang didefinisikan oleh :

′ = (2.3)

Dengan adalah parameter transformasi Box-Cox dan adalah nilai time series

pada waktu ke-t. Jika nilai λ = 1 maka tidak ditransformasi atau telah stasioner.

Jika nilai λ = 0.5 (transformasi akar kuadrat), λ = 0 (log transformasi), λ = -0.5

(transformasi invers akar kuadrat) dan λ = 1 (transformasi invers) (Pankratz,

2002).

2.2 Autokovarian dan Autokorelasi

Fungsi autokovarian dan autokorelasi pada analisis time series dihasilkan dari

kovarian dan korelasi antara dan pada proses yang sama dan terpisah pada

interval k. Interval k disebut dengan lag (Wei, 2006).
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2.2.1 Autokovarian

Kovarian antara dan nilai dari periode waktu disebut dengan autokovarian

di lag k. Autokovarian didefinisikan dengan :

= Cov( , ) = E[( − μ)( − μ)] (2.4)

Kumpulan dari nilai , = 1, 2, ... disebut dengan fungsi autokovarian. Jika

autokovarian dengan lag k = 0 maka = . Penduga fungsi autokovarian

didefinisikan oleh :

= ŷ = ∑ ( − ӯ)( − ӯ) (2.5)

Dimana = penduga fungsi autokovarian

= nilai variabel y pada periode t

= nilai variabel y pada periode t+k

ӯ = nilai rata-rata variabel y

(Montgomery et al, 2008)

2.2.2 Autokorelasi

Autokorelasi digunakan pada data time series untuk mengukur bagaimana nilai

saling berhubungan dengan nilai masa depan ( , , …) atau sama untuk nilai

masa lalu ( , , …). Bentuk autokorelasi pada time series dapat digunakan

untuk mengidentifikasi model ARIMA.
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Koefisien autokorelasi di lag k adalah :

=
[( )( )][( ) ] [( ) ] =

( , )( )
= (2.6)

Dengan = 0 dan kumpulan dari nilai , k = 1, 2, ... disebut fungsi autokorelasi

(ACF).

Sampel autokorelasi yang merupakan penduga dari di definisikan dengan :

=
∑ ( ӯ)( ӯ)∑ ( ӯ)

= (2.7)

Dimana = penduga dari

= nilai variabel y pada periode t

= nilai variabel y pada periode t+k

ӯ = nilai rata-rata variabel y

Tes signifikan untuk koefisien autokorelasi yaitu :

: = = ... = = 0

: ∃ ≠ 0, k = 1, 2, ..., K.

Dengan statistik uji :

t =
( )( )
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( ) = (1 + 2 ∑ )
2.2.3 Koefisien Autokorelasi Parsial (PACF)

Autokorelasi parsial merupakan hubungan antara dan dengan

mengabaikan ketidakbebasan , , … , . Autokorelasi parsial diperoleh

dari persamaan regresi yaitu :

= +

= + +

⋮
= + + ... + + (2.8)

Dengan : = parameter regresi ke-i, i = 1, 2, ..., k

= eror dengan rata-rata nol

(Wei, 2006)

Dari persamaan (2.8) dengan mengalikan kedua ruas dan dengan nilai harapan

nol, diperoleh :

= + + ... + (2.9)

dan

= + + ... + (2.10)
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Untuk j = 1, 2, ..., k maka diperoleh persamaan Yule-Walker :

1 …1 …⋮ ⋮ ⋮ … ⋮… 1 ⋮ = ⋮
Atau

P = (2.11)

Dengan menggunakan aturan Cramer’s dengan k = 1, 2, ... diperoleh :

=

=

⋮
=

……⋮ ⋮ ⋮ … ⋮ ⋮………⋮ ⋮ ⋮ … ⋮ ⋮…
(2.12)

Dengan merupakan fungsi autokorelasi parsial (Box and Jenkins, 1976).

2.3 White Noise

Proses stokastik adalah proses white noise jika E( ) = 0, Var( ) = dan Cov

( , ) = 0 untuk semua t≠k.
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Sehingga suatu proses disebut white noise dengan autokovarian :

= , = 00, ≠ 0
Fungsi autokorelasi :

=
1, = 00, ≠ 0

Dan fungsi autokorelasi parsial :

=
1, = 00, ≠ 0

Statistik Q Box‐Pierce dikembangkan oleh Ljung‐Box dan digunakan untuk

mengetahui apakah autokorelasi residualnya berbeda nyata dari nol. Untuk

mengetahui apakah suatu deret memenuhi proses white noise maka dilakukan uji

dengan hipotesis :

: = = ... = = 0

: ∃ ≠ 0, k = 1, 2, ..., K

Statistik uji : ∗ = T(T + 2)∑ ( )
dengan T = banyaknya pengamatan

l = lag waktu

m = banyaknya lag yang diuji

( ) = koefisien autokorelasi pada periode-k

(Kirchgassner and Wolters, 2007)
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2.4 Model ARIMA (Autoregressive Integrated Moving Average)

Persamaan univariat model ARIMA (Autoregressive Integrated Moving Average)

menyatakan bagaimana sebuah nilai pada time series adalah linier terhadap nilai

masa lalu. Peramalan dapat dihasilkan dari model ARIMA yang layak untuk data

time series.

2.4.1 Proses Autoregressive (AR)

Proses Autoregressive dikembangkan oleh Box dan Jenkins pada tahun 1976.

Proses ini mengasumsikan bahwa time series mempunyai rata-rata konstan dan

varian konstan untuk semua waktu, kondisi ini disebut stasioner. Model

Autoregressive adalah model terbaik untuk peramalan dengan waktu yang pendek

(short-term forcasting). Sedangkan untuk peramalan dengan waktu yang cukup

panjang (long-term forcasting) menggunakan proses autoregressive tidak begitu

baik (Dickey, 1996).

Model Autoregressive dengan orde p dinotasikan dengan AR(p) yang

didefinisikan dengan :

= + + + … + + (2.13)

Dimana = (1 - )µ

µ = parameter rata-rata

= parameter autoregressive orde p (AR(p))
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= nilai time series pada periode waktu sebelumnya.

= white noise

Persamaan (2.13) dapat ditulis dengan operator backshift ( = ) yaitu :

(1 - + +⋯+ ) = +
= Ф( )

Ф( ) = + (2.14)

(Montgomery et al, 2008)

2.4.2 Proses Moving Average (MA)

Pada proses moving average (MA) nilai dari time series saling berhubungan

dengan eror dari periode waktu sebelumnya. Berbeda dengan proses

autoregressive, dimana nilai time series saling berhubungan dengan nilai time

series yang ada dari periode waktu sebelumnya (Dickey, 1996).

Model Moving Average dengan orde q dinotasikan dengan MA(q) yang

didefinisikan dengan :

= µ + - - - ... - (2.15)

Dimana µ = parameter konstan

= parameter moving average orde q (MA(q))

= eror untuk periode waktu sebelumnya
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= eror untuk periode waktu t.

Persamaan (2.15) dapat ditulis dengan operator backshift ( = ) :

= µ + (1 - - - ... - )
= µ + (1 – ∑ )

= µ + Θ(B) (2.16)

Dimana Θ(B) = (1 – ∑ )
2.4.3 Proses Autoregressive-Moving Average (ARMA(p,q))

Proses autoregressive-moving average (ARMA(p,q)) didefinisikan oleh :

= + + + … + + - - - ... -

= + ∑ + − ∑
= Ф( ) = Θ(B)

Atau

Ф( ) = + Θ(B) (2.17)

2.4.4 Proses Autoregressive Integrated Moving Average (ARIMA(p,d,q))

Time series dikatakan proses autoregressive integrated moving average

(ARIMA(p,d,q)) jika time series nya tidak stasioner. Untuk mendapatkan time

series yang stasioner maka dilakukan differencing pertama yaitu = - =
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(1 - B) atau differencing dengan order (d) yaitu = (1 − ) . Dan akan

menghasilkan autoregressive-moving average (ARMA(p,q)).

Sehingga proses ARIMA(p,d,q) dapat didefinisikan dengan :

Ф( )(1 − ) = + Θ(B) (2.18)

(Montgomery et al, 2008)

2.5 Model Fungsi Transfer

Model fungsi transfer merupakan salah satu model statistika yang menyatakan

bagaimana variabel dependen ( ) linier terhadap satu atau lebih variabel

independen ( , , , …). Model ini menggunakan nilai yang diramalkan (variabel

independen) menghasilkan peramalan untuk variabel dependen. Model fungsi

transfer sederhana mengasumsikan bahwa sebuah hubungan linier antara variabel

independen dan variabel dependen, yaitu peramalan variabel independen pada t+1

menjelaskan prilaku variabel dependen pada t+1. Sedangkan model fungsi transfer

umum dikembangkan dari model transfer sederhana untuk menambahkan nilai

variabel independen sebelumnya pada model. Contohnya, model fungsi transfer

umum bisa menggunakan peramalan variabel independen di t+1 untuk

menjelaskan prilaku variabel independen di t+2. Model fungsi transfer umum

melibatkan waktu lag yang disebut delay (Dickey, 1996).

Peramalan variabel independen dibutuhkan untuk peramalan variabel dependen,

dengan demikian sangatlah penting jika variabel X independen terhadap variabel

Y. Ketergantungan seperti itu disebut feedback. Feedback menyebabkan situasi
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dimana dibutuhkannya peramalan X untuk peramalan Y dan peramalan Y untuk

peramalan X (Brocklebank and Dickey, 2003).

Model fungsi transfer didefinisikan dengan :

= (B) + (2.19)

Dimana = variabel dependen

= variabel independen

(B) = fungsi transfer ( (B) = ∑ )

= model noise

Tujuan pemodelan fungsi transfer adalah untuk identifikasi dan pendugaan (B)

dan noise menggunakan informasi yang tersedia dari variabel dan . Tetapi

terdapat kendala karena variabel dan mempunyai angka yang terbatas

sedangkan fungsi transfer (B) mempunyai koefisien yang tidak terbatas.

Sehingga fungsi transfer (B) didefinisikan oleh :

(B) = ∑ =
( )( )

=
……

Sehingga model fungsi transfer ditulis dengan :

=
( )( ) + (2.20)
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Dimana b adalah sebuah delay. Delay merupakan waktu yang berlalu sebelum

implus dari variabel independen yang menghasilkan efek terhadap variabel

dependen.

Penduga dari parameter ( ) dan ( ) adalah :

− − − … − =
− , = + 1, … , +0 , > +

Dengan = dan = 0 untuk j < b (Montgomery et al, 2008).

Dari model fungsi transfer untuk dan diasumsikan independen. Model noise

dapat ditulis dengan model ARIMA (p,d,q). Sehingga model fungsi transfer

dapat ditulis kembali dengan :

=
( )( ) +

( )φ( ) (2.21)

(Pankratz, 2002)

2.5.1 Feedback

Satu asumsi pada model fungsi transfer adalah tidak adanya arah (exogeneity)

pada hubungan variabel independen dan dependen. Dengan kata lain, tidak adanya

feedback antara variabel dependen untuk variabel independen. Salah satu tes

untuk pengujian exogeneity adalah Grenger Causality. Ketika dua time series

saling berhubungan, maka perlu diketahui bahwa X adalah exogenous pada Y
atau X haruslah independen terhadap Y . Pengujian feedback dapat juga diperoleh

menggunakan fungsi korelasi silang. Jika fungsi korelasi silang memiliki bentuk
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yang signifikan pada lag negatif, artinya terdapat arah hubungan antara exogenous

dan endogenous atau adanya feedback (Yaffee and McGee, 1999).

2.5.2 Fungsi Korelasi Silang

Fungsi kovarian silang untuk time series bivariat ( , ) didefinisikan dengan :

, ( , ) = Cov( , ) (2.22)

Diasumsi kan bahwa ( , ) adalah stasioner maka :

E( ) = μ , konstan untuk semua t

E( ) = μ , konstan untuk semua t

Cov( , ) = ( ), hanya pada j

Cov( , ) = ( ), hanya pada j

Cov( , ) = ( ), hanya pada j dengan j = 0, ±1, ±2, …
Fungsi korelasi silang didefinisikan oleh :

( ) = corr( , ) =
( )( ) ( ) , untuk j = 0, ±1, ±2, … (2.23)

Penduga kovarian silang didefinisikan oleh :

= ( ) = ∑ ( − ̅)( − ) untuk j = 0, 1, 2, … (2.24)

= ( ) = ∑ ( − ̅)( − ) untuk j = -1, -2, ... (2.25)
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Sampel korelasi silang diduga dengan :

( ) = ( ) =
( )( ) ( ) , untuk j = 0, ±1, ±2, …

( ) =
( )

(2.26)

Dimana (0) = ∑ ( − ̅) dan (0) = ∑ ( − )
(Montgomery et al, 2008)

2.5.3 Prewhitening

Filter prewhitening adalah sebuah invers transformasi antara variabel input dan

white noise. Jika terdapat autokorelasi pada variabel input maka dibutuhkan

prewhitening. Prewhitening juga digunakan untuk menghilangkan autokorelasi

pada saat fungsi korelasi silang. Dimana hubungan antara prewhitened output dan

prewhitned input adalah fungsi dinamis dari input white noise yang tidak memiliki

autokorelasi dalam fungsi korelasi silangnya (Yaffee and McGee, 1999).

Untuk model fungsi transfer, diberikan mengikuti model ARMA yaitu :

( )(1 − ) = (B)

= (B)

= ( ) (B) (2.28)

Dimana adalah white noise dengan varian . Pada persamaan (2.28) notasi( ) (B) adalah sebuah filter yang digunakan untuk menghasilkan



20

white noise yang disebut prewhitening. Dengan menggunakan filter prewhitening

untuk model fungsi transfer maka diperoleh :

( ) (B) = ( ) (B) (B) + ( ) (B)

= = *

= (B) + * (2.29)

Penduga korelasi silang untuk ialah :

= ( ) (2.30)

Dengan = korelasi silang antara prewhitening dan

j = lag waktu

= standar deviasi dari prewhitening

= standar deviasi dari prewhitening

(Montgomery et al, 2008)

2.6 Model Noise

Berdasarkan persamaan (2.23) model noise ditulis mengikuti model ARIMA

(p,d,q) yaitu :

( )(1 − ) = (B)

= (B)

(B) = (B)

=
( )φ( )
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Penduga korelasi silang menggunakan prewhitening untuk model noise adalah :

∗ ∗( ) =
( ) ∑ ( ) ( )∑ ( ) (2.31)

(Box and Jenkins, 1976)

2.7 Diagnostik Model Fungsi Transfer

Dalam model fungsi transfer diperlukan pengujian kelayakan model sebelum

model digunakan untuk peramalan. Pengujian kelayakan model fungsi transfer

dilakukan pada residual dari model white noise dan residual dari prewhited

output.

1. Pengujian korelasi silang.

Kelayakan model diperoleh jika sampel fungsi korelasi silang ( )
antara tidak menunjukan bentuk. Test yang digunakan adalah :

= m(m + 2) ∑ − ( )
Dimana mengikuti distribusi chi-square dengan (K + 1) – M derajat

kebebasan, dimana m = n + +1.

2. Pengujian autokorelasi.

Kelayakan model diperoleh jika residual pada ACF dan PACF tidak

menunjukan bentuk. Test yang digunakan adalah :

= m(m + 2) ∑ ( − ) ( )
Dimana mengikuti distribusi chi-square dengan (K – p - q) derajat

kebebasan (Wei, 2006).
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2.8 Peramalan Model Fungsi Transfer

Minimum peramalan MSE (Mean Squared Error) pada model fungsi transfer

didefinisikan dengan :

= ∑ * + ∑ (2.32)

Dengan eror peramalannya adalah :

( ) = − ( )
= ∑ * + ∑ (2.33)

(Montgomery et al, 2008)


