PREDIKSI GLIKOSILASI PADA N-, C- DAN O- DALAM PROTEOM
MANUSIA MENGGUNAKAN FITUR SELEKSI MRMR DAN ALGORITME
SUPPORT VECTOR MACHINE.

(SKRIPSI)

Oleh

NAURAH NAZHIFAH
1717051032

FAKULTAS MATEMATIKA DAN ILMU PENGETAHUAN ALAM
UNIVERSITAS LAMPUNG
BANDAR LAMPUNG
2021



PREDIKSI GLIKOSILASI PADA N-, C- DAN O- DALAM PROTEOM
MANUSIA MENGGUNAKAN FITUR SELEKSI MRMR DAN ALGORITME
SUPPORT VECTOR MACHINE.

Oleh
NAURAH NAZHIFAH
Skripsi
Sebagai Salah Satu Syarat untuk Memperoleh Gelar
SARJANA ILMU KOMPUTER

Pada

Jurusan lImu Komputer
Fakultas Matematika dan Ilmu Pengetahuan Alam

FAKULTAS MATEMATIKA DAN ILMU PENGETAHUAN ALAM
UNIVERSITAS LAMPUNG
BANDAR LAMPUNG
2021



ABSTRAK

PREDIKSI GLIKOSILASI PADA N-, C- DAN O- DALAM PROTEOM
MANUSIA MENGGUNAKAN FITUR SELEKSI MRMR DAN ALGORITME
SUPPORT VECTOR MACHINE.

Oleh
NAURAH NAZHIFAH

Tubuh manusia mengandung ribuan protein. Pada proses pembentukan protein banyak
mengalami modifikasi pasca translasi. Salah satu hasil dari modifikasi pasca translasi
adalah glikosilasi. Glikosilasi adalah proses penggabungan glukosa pada struktur
protein. Pada tubuh manusia glikosilasi dapat dilihat dari 3 kategori, yaitu N-
glikosilasi, O-glikosilasi dan C-glikosilasi. Untuk memahami mekanisme dan peran
fungsional glikosilasi, yaitu dengan cara memprediksi substrat dari situs glikosilasi
tersebut. Pendekatan komputasi merupakan salah satu cara untuk memprediksi situs
glikosilasi tersebut, yaitu menggunakan algoritme Support Vector Machine (SVM).
Algoritme ini telah banyak digunakan untuk prediksi dan pengklasifikasian. Pada
penelitian ini menggunakan 2 jenis data yaitu data Independent dan data Benchmark.
Fitur yang digunakan merupakan fitur ekstraksi yang menghasilkan 90 dimensi dan
fitur seleksi yang menggunakan Maximum Redundancy Minimum Relevance (MRMR)
sebanyak 25, 50 dan 75 kolom. Pengujian klasifikasi SVM menggunakan 5-fold cross
validation dan confusion matrix. Hasil akurasi tertinggi terletak pada penggunaan fitur
seleksi MRMR sebanyak 75 kolom. Pada Data Independent N akurasi terbesar sebesar
86,66% pada kernel Sigmoid, sedangkan untuk data Independent C akurasi sebesar
87,5% pada kernel Sigmoid dan untuk data Independent O akurasi sebesar 89,31%
berada di kernel RBF. Pada data Benchmark N akurasi terbesar sebesar 70,54% pada
kernel RBF, sedangkan untuk data Benchmark C akurasi terbesar sebesar 95,06% dan
untuk data Benchmark O terdapat di kernel RBF dengan akurasi terbesar yaitu 92,64%.

Kata Kunci: Glikosilasi, MRMR, Post Translation Modification, Support Vector
Machine.



ABSTRACT

PREDICTION OF GLYCOSYLLATION IN N-, C- AND O- IN HUMAN
PROTEOM USING MRMR SELECTION FEATURES AND SUPPORT
VECTOR MACHINE ALGORITHM.

By

NAURAH NAZHIFAH

The human body contains thousands of proteins. In the process of protein formation,
there are many post-translational modifications. One result of post-translational
modification is glycosylation. Glycosylation is the process of combining glucose in
protein structures. In the human body, glycosylation can be seen from 3 categories,
namely N-glycosylation, O-glycosylation and C-glycosylation. To understand the
mechanism and functional role of glycosylation by predicting the substrate of the
glycosylation site. The computational approach is one way to predict the glycosylation
site, using the Support Vector Machine (SVM) algorithm. This algorithm has been
widely used for prediction and classification. This study uses 2 types of data, namely
Independent data and Benchmark data. The features used are feature extraction which
produces 90 dimensions and feature selection using Maximum Redundancy Minimum
Relevance (MRMR) of 25, 50 and 75 columns. The SVM classification test uses 5-fold
cross validation and confusion matrix. The highest accuracy result lies in the use of the
75 column MRMR selection feature. In Independent data N, the highest accuracy is
86.66% in the Sigmoid kernel, while for Independent data C, the accuracy is 87.5% in
the Sigmoid kernel and for Independent data O, the accuracy is 89.31% in the RBF
kernel. In Benchmark data N, the highest accuracy is 70.54% in the RBF kernel, while
for Benchmark data C the highest accuracy is 95.06% and for Benchmak data O is in
the RBF kernel with the largest accuracy, which is 92.64%.

Keywords: Glycosylation, MRMR, Post Translation Modification, Support Vector
Machine
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. PENDAHULUAN

1.1 Latar Belakang

Pada tubuh manusia terdapat ribuan jenis sel yang masing-masing selnya
mengandung ribuan protein. Kumpulan protein-protein pada sel dalam waktu
tertentu disebut dengan proteom (Murray, 2014). Proteom manusia adalah entitas
yang cukup dinamis. Entitas protein pada manusia memiliki jumlah yang berbeda-
beda (Ponomarenko et al., 2016). Pada proses penentuan urutan protein banyak
mengalami modifikasi pasca translasi. Modifikasi ini memberikan sifat tambahan
yang menghasilkan gugus R baru pada rantai polipeptida salah satunya adalah
glikosilasi (Murray et al., 2018).

Glikosilasi adalah proses penggabungan glukosa pada struktur protein yang terjadi
pada retikulum endoplasma dan badan golgi (Mazola et al., 2011). Modifikasi
pasca translasi atau Post Translational Modification (PTM) pada proses seluler
memainkan peran yang sangat besar, karena sebagian organisme eukariotik
mengalami glikosilasi (Mann & Jensen, 2003). Sebagian besar protein pada
modifikasi pasca translasi ini berperan penting untuk sintesis dan pergantian
protein, metabolisme nitrogen, siklus sel, dormansi dan lain-lain (Macek et al.,
2019). Salah satu penyebab terjadinya modifikasi pada protein ini adalah

pembebanan glukosa melalui reaksi glikosilasi (Eko et al., 2008).

Reaksi glikosilasi merupakan reaksi antara gugus amina protein dengan gugus
aldehida yang dapat membentuk produk reaktif, yang kemudian dapat
memodifikasi protein (Eko et al., 2008). Reaksi ini terjadi antara protein dan
glukosa pada saat konsentrasi tinggi. Glikosilasi dapat dilihat menjadi empat

kategori yaitu N-glikosilasi, O-glikosilasi, C-glikosilasi, dan glikosil-



fosfatidylinositol (Ohtsubo & Marth, 2006), tetapi pada manusia glikosilasi paling
umum terjadi pada residu N-glikosilasi, O-glikosilasi dan C-glikosilasi.

N-glikosilasi adalah suatu proses yang melibatkan banyak protein dimodifikasi
pada semua domain kehidupan (Schwarz & Aebi, 2011). N-glikosilasi merupakan
glycan yang mengikat kelompok amino asparagine di retikulum endoplasma (ER)
(Aebi, 2013). Pada residu treonin O-glikosilasi adalah proses monosakarida yang
berikatan dengan gugus hidroksil Serin (Ser) atau Treonin (Thr) di retikulum
endoplasma (ER), badan golgi, sitosol, dan nukleus (Peter-Katalini¢, 2005),
sedangkan C-glikosilasi merupakan reaksi pembentukan ikatan karbon yang
berada di pusat anomerik karbohidrat (Nishikawa et al., 2008).

Untuk memahami mekanisme dan peran fungsional glikosilasi lainnya adalah
dengan cara mengidentifikasi substratnya dari situs glikosilasi yang sesuai.
Namun, untuk mengetahuinya masih merupakan suatu proses yang memerlukan
laboratorium. Pendekatan komputasi merupakan salah satu cara untuk
memprediksi ikatan pada sekuens protein menggunakan algoritme Support Vector
Machine (SVM).

Menurut Prakash et al. (2012) Support Vector Machine (SVM) merupakan metode
perhitungan yang baik dalam mendapatkan hasil klasifikasi dengan tingkat akurasi
tinggi. Support Vector Machine (SVM) merupakan suatu metode yang bekerja
dengan cara mendefinisikan suatu kelas dan mencari hyperplane dengan margin
terbesar. Metode ini diketahui telah banyak dilakukan untuk prediksi dan

pengklasifikasian.

Pada penelitian sebelumnya prediksi glikosilasi pada GlycoMine telah dilakukan
menggunakan algoritme random forest yang menghasilkan bahwa GlycoMine
dapat memberikan pendekatan yang kuat dan mengungguli alat yang sudah ada
seperti GPP, EnsembleGly, dan NetNGlyc (Li et al., 2015). Metode Support
Vector Machine (SVM) pernah digunakan dalam penelitian sebelumnya untuk



implementasi support vector machine (SVM) dan random forest (RF) pada
diagnosis kanker payudara. Dari hasil yang didapat metode random forest (RF)
yang tingkat akurasinya lebih tinggi dari metode SVM dengan tingkat akurasi
sebesar 94,52% (Aliady et al., 2018).

Berdasarkan permasalahan yang telah dijelaskan dan penelitian sebelumnya, pada
penelitian ini bertujuan untuk melihat kemampuan SVM dengan melakukan
prediksi glikosilasi pada N-, C- dan O- pada proteom manusia menggunakan

algoritme support vector machine.

1.2 Rumusan Masalah

Berdasarkan pemaparan latar belakang tersebut, maka rumusan masalah dalam

penelitian ini adalah sebagai berikut:

1. Bagaimana cara memprediksi glikosilasi pada N-, C-, dan O- menggunakan
fitur seleksi MRMR dan algoritme Support Vector Machine (SVM) dengan
keempat fungsi kernel linear, polinomial, RBF, dan Sigmoid.

2. Apakah fitur seleksi MRMR dan algoritme Support Vector Machine (SVM)
memiliki tingkat akurasi yang tepat untuk memprediksi glikosilasi pada

struktur protein N-, C-dan O-.

1.3 Batasan Masalah

Batasan masalah dalam penelitian ini, yaitu:

1. Metode untuk prediksi glikosilasi ini menggunakan fitur seleksi MRMR dan
algoritme Support Vector Machine (SVM) dengan keempat fungsi kernel
linear, polinomial, RBF, dan Sigmoid.

2. Data yang digunakan merupakan data yang diperoleh dari UniProt.

3. Jenis data yang digunakan pada penelitian ini adalah berupa positif negatif dari

dataset Benchmark dan dataset Independent.



1.4 Tujuan

Tujuan dari penelitian ini adalah sebagai berikut:

1. Membandingkan hasil penelitian sebelumnya, yaitu pada penelitian (Li et al.,
2015) yang menggunakan metode Random Forest untuk memprediksi seluruh
proteome dari situs glikolisasi.

2. Mengukur keakuratan metode Support Vector Machine dengan menggunakan
fitur seleksi MRMR.

1.5 Manfaat
Hasil penelitian ini diharapkan dapat menjadi informasi bagi penelitian selanjutnya
dalam prediksi glikosilasi pada struktur protein N-, C-, dan O- dalam proteome

manusia menggunakan algoritme Support Vector Machine (SVM).



1. TINJAUAN PUSTAKA

2.1 Penelitian Terdahulu
Penelitian ini tidak lepas dari penelitian sebelumnya yang telah dilakukan,
sehingga penelitian yang sudah dilakukan memiliki hubungan antara persamaan
dan perbedaan objek yang diteliti. Ringkasan dari penelitian terdahulu dapat
dilihat pada Tabel 1.

Tabel 1. Penelitian Terkait

Penelitian Data Metode Hasil
Benchmark Metode GlycoMine dapat menjadi
Dataset Klasifikasi: alat yang berguna untuk
Jumlah: 2701  Random memprediksi glikosilasi
GlycoMine: a Neg_a_tif: 1793  Forest terk_ait N-, C_- dan_ O- : Ada_pun
. ' . Positif: 908 hasil akurasi dari setiap situs,
machine  learning- .
based approach for yaitu:
- Independent Benchmark
predicting N-,C- and Dataset C- - 100%
O- linked '
glycosylation in the Jumlah: 667 N-: 95%
human proteome Neg_a_tlf: 452 0-:86,61%
(Li et al., 2015) Positif: 225 Independent
N C-:100%
N-: 95,58%
0-:90,70%
Data latih Metode Untuk penelitian tentang
Implementasi Jumlah: 235 Kilasifikasi: klasifikasi kanker payudara
Support Vector Malignant: 85  Support ini adalah metode random
Machine (Svm) Dan Benign: 150 Vector forest (RF) vyang tingkat
Random Forest Pada machine dan akurasinya lebih tinggi dari
Diagnosis  Kanker Data Uji Random metode SVM dengan tingkat
Payudara (Aliady et Jumlah: 334 Forest akurasi sebesar 94,52%.
al., 2018) Malignant: 127

Benign: 207




Implementasi Data Uji Metode Metode random forest
Metode Random Positif: 162 Klasifikasi: menunjukkan hasil yang baik
Forest Untuk Negatif: 153 Random dengan akurasi 98,08% dan
Prediksi Posisi Forest 93,76%.
Metilasi Pada Data

" Independen
Sekuens Protein  positif: 87
Arginin. Negatif: 1.007

(Lumbanraja et al.,
2019)

Penelitian terdahulu digunakan sebagai acuan dan perbandingan dalam penelitian

ini. Beberapa penelitian yang digunakan adalah sebagai berikut:

211

212

GlycoMine: a machine learning-based approach for predicting N-,C-
and O- linked glycosylation in the human proteome (2015).

Penelitian ini dilakukan oleh Li et al, 2015. Pada penelitian ini Li et al
mengidentifikasi situs glikolisasi terkait N-, C-, dan O- dalam proteom
manusia. GlycoMine adalah alat prediksi yang menggunakan algoritme
random forest dengan menggabungkan dua fitur seperti information
gain (IG) dan minimum redundancy maximum relevance (MRMR).
GlycoMine dibuat untuk membandingkan alat prediksi yang telah ada
seperti NetNGlyc, NetOGlyc, EnsembleGly, dan GPP. Adapun hasil
akurasi dari setiap situs, data benchmark memiliki tingkat akurasi C-
sebesar 100%, N- sebesar 95% dan O- sebesar 86,61%. Data
independent C- sebesar 100%, N- sebesar 95,58% dan O-: 90,70%.

Implementasi Support Vector Machine (SVM) Dan Random Forest
Pada Diagnosis Kanker Payudara.

Penelitian ini dilakukan oleh (Aliady et al., 2018). Pada penelitian ini
metode SVM dan random forest digunakan untuk mengklasifikasikan

dan membandingkan hasil akurasi yang terbaik.



Hasil perbandingan ini didapatkan klasifikasi terbesar akurasinya adalah
random forest dengan akurasi sebesar 94,52%, sedangkan support

vector machine memiliki akuraasi sebesar 93,16%.

2.1.3 Implementasi Metode Random Forest Untuk Prediksi Posisi Metilasi
Pada Sekuens Protein Arginin.
Penelitian ini dilakukan oleh (Lumbanraja et al., 2019). Pada penelitian
ini metode random forest digunakan untuk memprediksi posisi metilasi
pada protein dan membandingkan penelitian sebelumnya yang telah
dilakukan oleh Kumar et al., 2017 dengan judul PRmePRed: A protein

arginine methylation prediction tool.

Data yang digunakan menggunakan data testing dan Independent.
Proses penelitian yang dilakukan pertama adalah preprocessing dengan
menghapus data asam amino yang tidak terdeteksi. Tahap selanjutnya,
yaitu fitur ekstraksi, model prediksi dengan random forest, pengujian
dengan cross validation, dan yang terakhir membandingkan hasil

dengan penelitian sebelumnya.

Hasil yang didapatkan adalah metode random forest menunjukkan hasil
yang baik dengan akurasi 98,08% dan 93,76%. Namun, pada data
testing didapatkan hasil akurasi yang lebih rendah dari penelitian Kumar
dkk, yakni sebesar 80,32%.

2.2 Protein
Protein adalah makromolekul yang secara fisik dan fungsional kompleks yang
melakukan beragam peran penting. Protein mengalami beberapa perubahan salah
satunya perubahan fisik dan fungsional. Masing-masing perubahan
mencerminkan siklus hidup organisme tempat protein itu berada (Murray, 2014).

C, H, N, dan O adalah kandungan dari asam amino yang ada pada protein dan tidak



dimiliki oleh karbohidrat dan lemak. Protein sendiri tersusun dari ikatan asam
amino dan melepas molekul air. Ada lebih dari 300 asam amino yang terdapat di
alam, akan tetapi hanya 20 jenis asam amino yang dapat menyusun protein
(Rosana Dadan, 2012). Meskipun kode genetik yang terdiri dari tiga huruf dapat
mengakomodasi lebih dari 20 asam amino, namun kode genetik ini bersifat
berlebihan karena beberapa asam amino ditentukan oleh banyak kodon (Murray et
al., 2018).

Proses terbentuknya protein dinamakan dengan sintesis protein. Pada sintesis
protein DNA menjadi sumber genetik yang sangat penting. Pada DNA terdapat
huruf A, C, T, dan G yang merupakan nukleotida pada DNA. Di dalam gen,
penyandi protein adalah kumpulan-kumpulan nukleotida yang tersusun menjadi
sebuah bentuk kode tiga huruf yang disebut dengan kodon. Kumpulan kodon akan
bertranskripsi menjadi mMRNA yang akan membentuk kode genetik. Informasi
genetik ini mengalir dari DNA ke RNA dan ke protein. Proses sintesis protein ini
melibatkan RNA karena pembentukan protein berada pada ribosom, sedangkan
informasi genetik dimulai dari DNA yang berada di nukleus.

Sekuens nukleotida sebuah molekul mMRNA mengandung serangkaian kodon yang
menentukan sekuens asam amino protein yang dikodenya (Murray et al., 2018).
Sifat modular sintesis protein dapat dilihat dalam konsep tingkat struktur protein.
Terdapat 4 struktur protein yang dapat dilihat pada Gambar 1 menurut (Fatchiyah
etal., 2015):

Struktur

primer " =
trukt o

w;'. uktur quertener
ﬁe‘ . Struktur

sad uktu -

Thr tersier

el sekunder

[Vl |

L o ¢

Al | =

gi_v

s a Helix

E? 2 .- —

Residu Rantai polipeptida Assembled subunits

asam amino

Gambar 1. Tingkatan Struktur Protein (Azhar, 2016).



1. Struktur Primer
Residu asam amino yang menentukan struktur primer protein. Residu asam
amino selalu dituliskan dari gugus terminal amino ke gugus terminal
karboksil.

2. Struktur Sekunder
Struktur sekunder dibentuk karena adanya ikatan hidrogen amida dan oksigen
karbonil dari rangkaian peptida. Struktur sekunder utama meliputi aheliks
dan B-strands (termasuk S -sheets).

3. Struktur Tersier
Perakitan unit struktural sekunder menjadi unit fungsional yang lebih besar
seperti polipeptida matang dan domain komponennya (Murray et al., 2018).

4. Struktur Kuarterner
Jumlah dan jenis unit polipeptida protein oligomerik dan susunan spasialnya
(Murray et al., 2018).

2.3 Glikosilasi
Glikosilasi adalah proses penggabungan glukosa pada struktur protein yang terjadi
pada retikulum endoplasma dan badan golgi (Mazola et al., 2011). Glikosilasi
merupakan bentuk yang sangat kompleks karena prosesnya terdapat heterogenitas
yang berhubungan dengan situs yang mana gugus glikan akan menempel dan
heterogenitas yang berhubungan dengan struktur dari glikannya. Meskipun
banyak residu protein yang dihasilkan, protein tersebut terglikosilasi dengan
berbagai macam glikan (Sears & Wong, 1998). Pada manusia jenis utama
glikosilasi paling umum terjadi pada residu N-glikosilasi, O-glikosilasi dan C-

glikosilasi. Berikut jenis utama glikosilasi manusia pada Gambar 2.
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Gambar 2. Jenis Utama Glikosilasi Pada Manusia (Reily et al., 2019).

Pada residu N dan O glikosilasi, jenis gugusan gula yang ditambahkan pada
polipeptida berbeda jenisnya. N-glikosilasi adalah proses banyak protein
dimodifikasi pada semua domain kehidupan (Schwarz & Aebi, 2011). N-
glikosilasi merupakan glycan yang mengikat kelompok amino asparagine di
retikulum endoplasma (ER) (Aebi, 2013). Pada residu treonin O-glikosilasi adalah
proses monosakarida yang berikatan dengan gugus hidroksil serin (Ser) atau
treonin (Thr) di retikulum endoplasma (ER), badan golgi, sitosol dan nukleus
(Peter-Katalini¢, 2005), sedangkan C-glikosilasi merupakan reaksi pembentukan

ikatan karbon yang berada di pusat anomerik karbohidrat (Nishikawa et al., 2008).

2.4 Fitur Ekstraksi
Pemrosesan awal data melibatkan transformasi dari pola asli yang dikenal juga
sebagai contoh atau objek ke dalam ruang pola yang ditransformasikan. Saat
transformasi terjadi terdapat pengurangan dimensi dengan mengekstraksi fitur
utama pola (Kittler, 1986). Ekstraksi fitur adalah suatu proses yang penting dalam
mengklasifikasikan suatu objek untuk menemukan pemetaan fitur yang asli ke
dalam fitur yang baru. Hal ini dilakukan untuk meningkatkan tingkat akurasi hasil

pengklasifikasian suatu objek (Guo et al., 2011). Ekstraksi fitur diproses untuk
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mengambil dan melihat nilai-nilai yang terdapat pada suatu citra atau data. Proses
ekstraksi dilakukan untuk melakukan proses pelatihan (training) dan memudahkan

pengambilan keputusan, seperti cara deteksi pola dan klasifikasi.

2.5 AAindex
AAindex adalah database indeks numerik yang mewakili berbagai fisikokimia dan
biokimia sifat asam amino dan pasangan asam amino. AAindex terdiri dari tiga
bagian AAindex1 untuk indeks asam amino dari 20 nilai numerik, AAindex2
untuk matriks mutasi asam amino dan AAindex3 untuk potensi kontak protein
statistik. Semua data berasal dari literatur yang diterbitkan (Kawashima et al.,
2008).

2.6 Solvent AccessiBIiLitiEs (Sable)

Solvent AccessiBiLitiEs (Sable) adalah prediksi fitur struktural protein, seperti
struktur sekunder dan aksesibilitas pelarut yang relatif. Solvent AccessiBiLity
berguna untuk mempelajari evolusi protein, struktur dan fungsi dan sebagai
komponen modular dari pipa prediksi struktur 3D protein (Wagner et al., 2005).
Sable adalah paket domain publik untuk bidang bioinformatika struktural yang
dapat digunakan untuk memprediksi dari struktur sekunder urutan asam amino dan
profil aksesibilitas pelarut dalam protein (Adamczak et al., 2004). Proses
penggunaan sable adalah dengan cara memasukkan sekuens yang sudah dipotong
tanpa memasukkan id dan posisi sekuens tersebut. Proses penggunaan sable dapat
dilihat pada Gambar 3.
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Output

[Feurahnazhitah1305@gmail-con] ) &-mail address (optional

Gambar 3. Cara Penggunaan Sable Pada Situs (Adamczak et al., 2004).

2.7 Composition, Transition, dan Distribution (CTD)
Informasi dari urutan asam amino dapat berfungsi sebagai petunjuk penting untuk
memprediksi posisi protein. Composition, Transition, dan Distribution (CTD)
adalah sebuah fitur yang berfungsi untuk memprediksi lokasi protein yang akan
ditargetkan.  Fitur ini merupakan atribut asam amino seperti hidrofobisitas,
normalized van der Waals volume, polaritas, struktur sekunder dan pelarut
aksesibilitas urutan protein (Govindan & Nair, 2011). Fitur CTD telah berhasil
digunakan dalam banyak studi terkait fungsional dan struktural protein.

Composition (C) adalah jumlah asam amino dibagi dengan jumlah total asam

amino We Transition (T) mewakili persentase frekuensi asam amino dengan sifat

tertentu diikuti oleh asam amino dengan sifat lain W dan Distribution

berfungsi sebagai penghitung panjang rantai dari asam amino yang berada pada

tempatnya masing-masing (Govindan & Nair, 2011).

2.8 Hydrophobicity
Hydrophobicity adalah sifat fisik suatu senyawa yang memungkinkan untuk
ditolak oleh massa air (Verlicchi et al., 2013). Zat hidrofobik berinteraksi lemah

dengan air dan umumnya nonpolar di alam, sedangkan zat hidrofilik berinteraksi
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kuat dengan air melalui ikatan hidrogen dan bersifat polar. (Jaynes, 2008). Jika
nilai skala hidrofobisitas semakin positif, maka semakin hidrofobik residu
tersebut. Sebaliknya, jika nilainya skala tersebut negatif, maka semakin hidropik
residu tersebut (Kyte & Doolittle, 1982).

2.9 Pseudo Amino Acid Composition (PseAAC)

Pseudo Amino Acid Composition (PseAAC) diusulkan oleh Chou pada tahun 2001
dengan sebutan PseAAC atau Chou's PseAAC (Zare et al., 2015). Pseudo Amino
Acid Composition (PseAAC) adalah suatu metode yang berfungsi sebagai alat
untuk merumuskan urutan biologis dengan vektor, tetapi masih menyimpan
informasi urutan-urutanya. PseAAC protein berisi lebih dari 20 faktor yang
berbeda. 20 faktor pertama terkait dengan komponen-komponennya seperti
komposisi asam amino konservatif, sedangkan faktor tambahan menggabungkan
informasi urutan-urutan mereka melalui berbagai metode. Tiga faktor yang sering
digunakan untuk menghasilkan berbagai jenis PseAAc seperti komposisi asam
amino, faktor bobot dan tingkat korelasi. PseAAc mendukung enam fitur asam
amino Yyaitu hidrofobisitas, hidrofilisitas, massa rantai samping, pK1 (alfa-
COOH), pK2 (NH3) dan pl (Titik isoelektrik). Karakter-karakter ini diterapkan
untuk menilai efek dari perbedaan lokasi asam amino di sepanjang urutan peptide
(Chou, 2000).

2.10 Fitur Seleksi
Seleksi fitur merupakan suatu proses awal yang digunakan dalam mengurangi
suatu dimensi data, menghilangkan data yang tidak akurat dan meningkatkan
tingkat akurasi data tersebut (Yu & Liu, 2003). Terdapat dua titik yang dilakukan
untuk menyeleksi fitur dengan pendekatan machine learning menurut (Kustiyo et

al., 2008) dengan cara memilih fitur yang akan digunakan untuk menjelaskan
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secara konsep bagaimana mengkombinasikan fitur-fitur tersebut dan
menghasilkan konsep induksi yang benar atau hasil yang sesuai.

Minimum Redundancy Maximal Relevance (MRMR)

Minimum Redundancy Maximal Relevance (MRMR) adalah suatu metode
pemilihan fitur yang dapat menemukan kumpulan fitur yang relavan dan tidak
redundan dengan cara menggunakan mutual information (MI) yang sesuai dengan
Persamaan 1 (De Jay et al., 2013).

I(x,y) = —§1n(1 — DGOV e 1)

Dimana | dan p masing-masing mewakili mutual information (MI). Variabel y
adalah variabel output sedangkan X= {x1, Xz, ..., xn } yang menjadi set fitur input
n. Efisiensi fitur dalam MRMR memungkinkan pemilihan fitur yang relevan dan
non-redundan secara efisien (Ding & Peng, 2005). Metode ini memaksimalkan x
dengan y (relevansi maksimum) dan meminimalkan nilai rata-rata dengan semua
variabel yang dipilih sebelumnya (redundansi minimum). Xi menjadi fitur dengan
MI tertinggi untuk variabel, karena itu dipilih terlebih dahulu untuk disesuaikan
dengan Persamaan 2 (Hariadi et al., 2019).

Xi =argmaxxi EXI(XiY) «ooveniniar i @)
Selanjutnya, fitur lain ditambahkan ke dalam S dengan memilih fitur yang
memiliki relevansi tinggi dengan variabel output dan redundansi terendah dengan
fitur yang dipilih sebelumnya, sehingga memaksimalkan nilai g pada langkah j,
sesuai Persamaan 3 (Hariadi et al., 2019).

q;j = I(xj ,y) - %Zxkesl(xj,x,() ................................................... 3)

2.12 Support Vector Machine (SVM)

Support vector machine (SVM) merupakan metode klasifikasi yang diperkenalkan
pertama kali oleh Vapnik pada tahun 1992 (Nugroho et al., 2003). SVM adalah
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salah satu kelas algoritme pembelajaran mesin yang dapat melakukan klasifikasi,
pengenalan pola, dan dapat digunakan untuk regresi (Purnamawan, 2015). SVM
dibuat untuk mencari hyperplane yang memisahkan satu set contoh positif dari
satu set contoh negatif dengan margin maksimum. Margin adalah jarak antara
hyperplane terdekat dari masing-masing satu set contoh positif dan negatif.
Gambaran hyperplane dan margin pada SVM dapat dilihat pada Gambar 4.

Gambar 4. Hyperline dan margin pada SVM (Cortes & Vapnik, 1995).

SVM sebelumnya bekerja dengan prinsip linier classifier yang kemudian
dikembangkan lagi untuk dapat bekerja pada kasus nonlinear dengan
menggunakan konsep kernel pada ruang kerja berdimensi tinggi (Nugroho et al.,
2003). Kilasifikasi linear pada SVM dibagi menjadi 2 jenis, yaitu separable dan
non-separable. Misalkan X memiliki pola tertentu, yaitu apabila x; termasuk ke
dalam kelas maka x; diberi label (target) y; = +1 dany; = —1. Untuk itu, label
masing-masing dinotasikan y; € {—1,+1}, t = 1,2,...1 menjadi data berupa
pasangan (x, ,y; ), (x3,¥2), ..., (x1,y1). Kumpulan data ini merupakan data

pasangan linear pada SVM (Rachman et al., 2012).

Pada metode SVM memiliki konsep kernel yang biasanya digunakan untuk
mempermudah dalam menentukan support vector. Berbagai jenis kernel yaitu

polynomial, gaussian, Sigmoid yang dapat dilihat pada Tabel 2.
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Tabel 2. Jenis Kernel Pada Metode SVM (Nugroho et al., 2003)

Jenis Kernel Definisi
Linear K(X,.X)=(X.7%X)
Polynomial K(X,, X )=(X,. X, +1)°
Gaussian K(X,, X ) =exp (- || - ,II I==mly
Sigmoid K(X,, X, ) = tanh(ax, - X, + B)

2.13 Cross-Validation

Cross-Validation adalah perhitungan yang bersifat statistik untuk mengevaluasi
dan membandingkan algoritme dengan membagi data menjadi dua yaitu satu
digunakan untuk training model dan yang lainnya digunakan untuk memvalidasi
model (Refaeilzadeh et al., 2009). Salah satu jenis dari Cross-Validation adalah

k-fold cross-validation. K-fold cross-validation adalah metode validasi silang
yang membagi data ke dalam k-subset, kemudian dilakukan pengulangan
sebanyak k kali untuk training dan testing (Widjaya et al., 2017). Pada setiap
pengulangan, satu subset sebagai data testing dan satu subset sebagai data training.
Untuk mendapatkan hasil atau perbandingan kinerja yang bagus, maka perlu

menjalankan k-fold cross-validation beberapa kali (Refaeilzadeh et al., 2009).
— * — * —> *
:>* :>* :>*

Gambar 5. Prosedur 3-Cross-VaIidati0n (Refaeilzadeh et al., 2009).
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2.14 Confusion Matrix
Confusion matrix adalah metode yang digunakan untuk menghitung performa
model klasifikasi yang berisi aktual dan prediksi. Menurut Kuhn & Johnson
(2013) confusion matrix memiliki perhitungan matriks yang digunakan untuk
mengukur performa dari prediktor. Perhitungan matriks dapat dilihat pada Tabel
3.

Tabel 3. Confusion Matrix (Kuhn & Johnson, 2013)

. Actual
Predicted Non-event Event
Non-event TN FN
Event FP TP

Adapun istilah yang digunakan pada confusion matrix yang berada pada Tabel 3,

diantaranya:

a. True Positive (TP): jumlah data positif yang diklasifikasikan dengan benar
oleh sistem.

b. True Negative (TN): jumlah data negatif yang diklasifikasikan dengan benar
oleh sistem.

c. False Positive (FP): jumlah data positif yang diklasifikasikan dengan salah
oleh sistem.

d. False Negative (FN): jumlah data negatif yang diklasifikasikan dengan salah
oleh sistem.

Confusion matrix memiliki hasil statistik untuk penilaian kinerja. Hasil tersebut

diantaranya akurasi (ACC), sensitivitas (SE), spesifisitas (SP), dan Matthew

Correlation Coefficient (MCC).

a. Accuracy (ACC)
Akurasi adalah matrik yang paling umum untuk evaluasi pengklasifikasian.
Akurasi memperkirakan probabilitas nilai sebenarnya dari label kelas (Bekkar

et al., 2013). Perhitungan akurasi dapat dilihat pada Persamaan 4.

ACC = — (4)

TP+FN+TN+FP
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b. Sensitivity(SE)
Sensitivitas adalah kelengkapan atau keakuratan informasi positif yang
didapat oleh sistem dengan jumlah keseluruhan informasi yang ada (Bekkar

et al., 2013). Perhitungan sensitivitas dapat dilihat pada Persamaan 5.

SN =

c. Specificity (SP)
Spesifitas adalah probabilitas dari informasi proporsi negatif yang diberikan
oleh kelas sekunder (Bekkar et al., 2013). Perhitungan spesifisitas dapat

dilihat pada Persamaan 6.

TN
TN+FP

SP =

d. Matthew Correlation Coefficient (MCC)
Matthew Correlation Coefficient (MCC) adalah perhitungan klasifikasi yang
bernilai positif dan negatif yang bernilai benar dan salah (Bekkar et al., 2013).

Perhitungan dapat dilihat pada Persamaan 7.

TP*TN—FP+FN

MCC = (TP+FN)(TP+FP)(TN+FP)(TN+FN) *




I1.  METODOLOGI PENELITIAN

3.1 Tempat dan Waktu Penelitian

3.11

3.1.2

Tempat Penelitian
Penelitian dilaksanakan di Jurusan llmu Komputer Fakultas Matematika

dan llmu Pengetahuan Alam (FMIPA) Universitas Lampung.

Waktu Penelitian

Penelitian dilakukan pada bulan Desember 2020 di semester tujuh ganjil

hingga penyelesaian pada bulan November 2021. Pengerjaan dibagi

menjadi tiga tahap, yaitu:

a. Tahap Penelitian Awal
Tahap ini merupakan tahap pengumpulan data, pemahaman studi
literatur dan penyusunan draft usul untuk bab 1-3. Proses ini
memerlukan waktu pengerjaan selama kurang lebih 12 minggu.

b. Tahap Penelitian Lanjutan
Pada tahap ini mulai mengerjakan penelitian dengan menjalankan
program untuk proses pre-processing, lima jenis fitur ekstraksi, fitur
seleksi  menggunakan MRMR dan pemodelan klasifikasi
menggunakan SVM. Proses ini memerlukan waktu pengerjaan selama
kurang lebih 6 bulan.

c. Tahap Evaluasi
Pada tahap ini yaitu penulisan draft hasil untuk bab 4-5 dan
penyampaian hasil penelitian melalui seminar hasil.

Alur waktu pengerjaan dapat dilihat pada Tabel 4.
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Tabel 4. Alur Waktu Pengerjaan Penelitian

Tahap

2020 2021

Kegiatan Desember  Januari  Februari  Maret April Mei Juni Juli Agustus  September Oktober
12 3412341 2 3 1234123412341 23412341234123412334

Penelitian
Awal

Studi Literatur Dan
Penentuan Tema
Penelitian

Pengumpulan Data

Penyusunan Bab I-111

Seminar Proposal

Penelitian
Lanjutan

Cleaning & Redundansi
Data

Ekstraksi Fitur

Fitur Seleksi MRMR

5-Fold-Cross-
Validation

Pemodelan & Prediksi
SVM

e Data Independent

e Data Benchmart

e Evaluasi Kinerja

Penyusunan Bab 1V-V

Evaluasi

Seminar Hasil
Penelitian

Sidang Komprehensif
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3.2 Data dan Alat
3.2.1 Data
Data yang digunakan berupa dataset Benchmark dan dataset Independent
yang diperoleh dari UniProt. Masing-masing dataset memiliki positif dan
negatif Benchmark dan dataset Independent C-, N- dan O-. Jumlah data
dapat dilihat pada Tabel 5.

Tabel 5. Data Glikosilasi (Li et al., 2015)

Jenis Data Data + - Total
N 83 166 249

Independent C 13 28 41
O 129 258 387
N 333 667 1000

Benchmark C 55 108 163
o 520 1018 1538

Berdasarkan dari Tabel 5 untuk jenis data Independent dan Benchmark
data O lebih banyak dibandingkan dengan data C dan N dengan total
positif negatif dataset Independent sebanyak 387, sedangkan untuk dataset
Benchmark 1538.

3.2.2 Alat
3.2.2.2 Perangkat Keras (Hardware)
Perangkat keras yang digunakan pada penelitian ini yaitu:
a. Processor: Intel Core i5-7200U 2.5GHz to 3.1 GHz
b. Installed RAM: 8.00 GB.

3.2.2.2 Perangkat Lunak (Software)
Perangkat lunak yang digunakan pada penelitian ini yaitu:
a. Sistem Operasi: Windows 10 Home Single 64-bit.
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. R Studio 3.6.1

Aplikasi opensource yang digunakan untuk pemrograman
bahasa R.

Library caret 6.0-86

Library caret adalah salah satu package yang ada pada R
Studio untuk pemodelan prediksi pada suatu klasifikasi.

. Library protr 1.6-2

Library protr adalah salah satu package yang ada pada R
Studio untuk analisis urutan sequence protein.

Library BioSeqClass 1.30.0

Library BioSeqClass adalah salah satu package yang ada
pada R Studio untuk mengekstrak data biologi pada
pemodelan klasifikasi.

Library mRMRe 2.1.0

Library mRMRe adalah salah satu package yang ada di R
studio yang berfungsi untuk menghitung matriks mutual
informasi dan pemilihan fitur dengan redundansi minimum,
relevansi maksimum dengan teknik esemble yang baru.
Library MCC 0.4.4

Library MCC adalah salah satu package yang ada di R
studio yang berfungsi untuk menghitung nilai matthew
corelation coeficient (MCC) yang menunjukkan kualitas
suatu metode klasifikasi tertentu.
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3.3 Alur Kerja Penelitian

Penelitian ini melalui beberapa tahapan yang dapat dilihat pada Gambar 6.

1. Data Preparation
4. Klasifikasi dan Model Validasi

| D Pechma ﬁ [t s }—{ s |

| Data Independent

2. Fitur Ekstraksi 3. Fitur Seleksi

[ asmee [ o ]

[ sabe ][ peasc |

[ Hydrophobicity }

Gambar 6. Alur Pengerjaan Penelitian Prediksi Glikosilasi Pada N-, C- dan O- dalam
Proteom Manusia Menggunakan Algoritme Support Vector Machine.

Berikut penjelasan dari setiap tahap pada Gambar 6.

3.3.1 Data Preparation
Pada tahap ini dilakukan pembagian data menjadi dua yaitu data uji
(Benchmark datasets) dan data training (Independent datasets). Selain
itu, pada tahap ini juga perlu dilakukan pengubahan terhadap data yang
dipilih untuk dijadikan data yang siap untuk dianalisis menuju fitur

ekstraksi.

3.3.2 Feature Extraction
Tahap ini dilakukan untuk mendapatkan ciri dari suatu kelas dengan cara

mengekstrak fitur utama dari masing-masing data. Proses ini memiliki
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lima tahap, yaitu AAindex, Composition, Transition, dan Distribution
(CTD), Hydrophobicity dan Pseudo Amino Acid Composition (PseAAC).

Feature Selection

Setelah melakukan ekstraksi fitur yang menghasilkan data yang redundan
maka dilakukanlah pemilihan fitur dengan Relevansi Maksimum
Redudansi Minimum (MRMR). Pemilihan fitur dilakukan sebanyak tiga
kali yaitu pemilihan fitur sebanyak 25 kolom, 50 kolom dan 75 kolom.

Model Construction and Validation

Pada tahap ini dilakukan pengklasifikasian data dengan algoritme Support
Vector Machine (SVM ). Kilasifikasi ini akan menghasilkan masing-
masing nilai dari setiap kernel pada data Benchmark (training/test) dan
data Independent, selain menampilkan nilai pemodelan akan
menghasilkan nilai uji dari setiap kernel. Nilai pengujian berasal dari 5-
fold cross validation yang menghasilkan nilai confusion matrix dan nilai

Accuracy, Sensitivity, Specificity, dan MCC.
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V. PENUTUP

Simpulan

Berdasarkan hasil analisis dan pembahasan pada bab empat mengenai prediksi

glikosilasi pada N, C, dan O menggunakan algoritme Support Vector Machine

dapat disimpulkan sebagai berikut:

1. Data protein glikosilasi yang masih bertipe data string diubah terlebih
dahulu menggunakan lima fitur ekstraksi yang terdiri dari AAindex, sable,
composition, transition, dan distribution (CTD), hydrophobicity dan
pseudo amino acid composition (PseAAC).

2. Fitur seleksi menggunakan Minimum Redundancy Maximal Relevance
(MRMR) dengan jumlah pemilihan fitur sebanyak 25, 50 dan 75 kolom.

3. Hasil akurasi pengujian data tanpa pemilihan fitur pada data Independent
N sebesar 60,896% pada kernel RBF, sedangkan pada data Independent C
sebesar 82,502% terletak di kernel polynomial dan pada data Independent
O sebesar 79,312% pada kernel polynomial. Data selanjutnya, yaitu data
Benchmark N sebesar 66,018% terdapat pada kernel linear, sedangkan
pada data Benchmark C sebesar 80% di kernel polynomial dan pada data
Benchmark O akurasi terbesar terdapat pada kernel linear sebesar
88,524%.

4. Hasil akurasi pengujian data menggunakan pemilihan fitur sebanyak 25
kolom menggunakan MRMR pada data Independent N sebesar 67,5% pada
kernel polynomial, sedangkan pada data Independent C sebesar 82,5%
terletak di kernel RBF dan pada data Independent O sebesar 85,388% pada
kernel RBF. Data selanjutnya, yaitu data Benchmark N sebesar 65,832%

terdapat pada kernel RBF, sedangkan pada data Benchmark C sebesar
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91,528% di kernel Sigmoid dan pada data Benchmark O akurasi terbesar
terdapat pada kernel RBF sebesar 87,022%.

Hasil akurasi pengujian data menggunakan pemilihan fitur sebanyak 50
kolom menggunakan MRMR pada data Independent N sebesar 84,166%
pada kernel linear, sedangkan pada data Independent C sebesar 80,836%
terletak di kernel linear dan pada data Independent O sebesar 89,318% pada
kernel RBF. Data selanjutnya, yaitu data Benchmark N sebesar 70,056%
terdapat pada kernel RBF, sedangkan pada data Benchmark C sebesar
94,12% di kernel RBF dan pada data Benchmark O akurasi terbesar
terdapat pada kernel Sigmoid sebesar 91,904%.

Hasil akurasi pengujian data menggunakan pemilihan fitur sebanyak 75
kolom menggunakan MRMR pada data Independent N sebesar 86,666%
pada kernel Sigmoid, sedangkan pada data Independent C sebesar 87,5%
terletak di kernel Sigmoid dan pada data Independent O sebesar 88,728%
pada kernel RBF. Data selanjutnya, yaitu data Benchmark N sebesar
70,542% terdapat pada kernel RBF, sedangkan pada data Benchmark C
sebesar 95,058% di kernel RBF dan pada data Benchmark O akurasi
terbesar terdapat pada kernel RBF sebesar 92,644%.

. Prediksi glikosilasi menggunakan fitur seleksi MRMR memiliki hasil yang

bagus dibandingkan tidak menggunakan fitur seleksi untuk data
Benchmark dan data Independent.

Hasil prediksi glikosilasi menggunakan algoritme support vector machine
dengan fitur seleksi MRMR dengan 75 fitur jika dibandingkan dengan
penelitian (Li et al., 2015) yang menggunakan fitur seleksi sebanyak 500

fitur hasilnya adalah margin akurasi dari keduanya tidak terlalu jauh.

Saran

Berikut saran yang dapat diberikan pada penelitian ini sebagai berikut:
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Penelitian ini dapat menggunakan metode klasifikasi lainnya seperti K-
Nearest Neighbor, Neural Network, XGboost dan lain-lain untuk
mendapatkan hasil klasifikasi pembanding dengan penelitian ini.
Penelitian ini dapat menggunakan fitur seleksi lainnya seperti information
gain, fast correlation dan lain-lain.

Untuk penyelesaian ketidakseimbangan data N-, C-, dan O- pada
glikosilasi dapat menggunakan algoritme SMOTE atau ADSYN yang
diimplementasikan dengan fitur seleksi MRMR.

Menambahkan visualisasi data menggunakan PCA.
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