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ABSTRAK

KLASIFIKASI SITUS UBIQUITINATION PADA SEQUENCE PROTEIN
DENGAN ALGORITME EXTREME GRADIENT BOOSTING

Oleh

SYELA SEPTANIA

ubiquitination protein merupakan salah satu proses modifikasi pasca translasi (PTM).
Identifikasi situs ubiquitination merupakan salah satu proses penting karna banyaknya
peran yang dimiliki oleh ubiquitination Identifikasi ini tidak hanya membantu untuk
memahami mekanisme molekulernya tetapi juga memberikan fakta berharga untuk
studi tambahan tentang pengembangan obat karena peran pengaturannya yang kritis.
Oleh sebab itu perlu dilakukannya proses Kklasifikasi untuk identifikasi situs
ubiquitination. Penelitian ini melakukan proses klasifikasi pada sequence protein
menggunakan metode Statistical moment untuk ekstraksi fitur dan metode eXtrame
Gradient Boosting(XGBOOST) untuk algoritma klasifikasi. Data yang digunakan
merupakan dataset benchmark berupa sequence protein yang diakses dari UniProt dan
dibuat oleh BMC Bioinformatics tahun 2016. Dataset ini terdiri dari dataset 1, dataset
2 dan dataset 3. dataset 1 berjumlah 300 sequence protein yang mencakup 150, dataset
2 terdapat 6838 sequence protein dan Dataset 3 berisi 12236 sequence protein dimana
masing-masing setengah dari dataset tersebut adalah data positif dan setengahnya lagi
merupakan data negatif. Hasil tertinggi didapatkan pada dataset 1 menggunakan
metode pembagian data 10-fold cross-validation dengan 90 % data training dan 10 %
data testing, yaitu 96,59 % akurasi., 100 % sensitivitas, 93,24 % spesifisitas, dan 93,42
% MCC.

Kata Kunci : Klasifikasi, Ubiquitination, Feature Extraction, eXtrame Gradient
Boosting (XGBoost)



ABSTRACT

CLASSIFICATION OF UBIQUITINATION SITES ON PROTEIN
SEQUENCES WITH EXTREME GRADIENT BOOSTING ALGORITHM

By

SYELA SEPTANIA

Ubiquitination protein is one of the post-translational modifications (PTM) process.
Identification of ubiquitination sites is one of the important processes due to the many
roles that ubiquitination has. This identification not only helps to understand its
molecular mechanisms but also provides valuable facts for additional studies on drug
development due to its critical regulatory role. Therefore, it is necessary to carry out a
classification process for identification of ubiquitination sites. This study showed a
classification process on protein sequences using the Statistical moment method for
feature extraction and the eXtrame Gradient Boosting (XGBOOST) method for the
classification algorithm. The data used was a benchmark dataset in the form of protein
sequences accessed from UniProt and made by BMC Bioinformatics in 2016. This
dataset consisted of dataset 1, dataset 2 and dataset 3. dataset 1 contained 300 protein
sequences which included 150, dataset 2 contained 6838 protein sequences and dataset
3 contained 12236 protein sequences where each half of the dataset was positive data
and the other half was negative data. The highest results were obtained in dataset 1
using the 10-fold cross-validation data sharing method with 90% training data and 10%
testing data, namely 96.59% accuracy, 100% sensitivity, 93.24% specificity, and
93.42% MCC.

Keywords:: Classification, Ubiquitination, Feature Extraction, eXtrame Gradient
Boosting (XGBoost)
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I. PENDAHULUAN

1.1. Latar Belakang

PTM adalah proses di mana rantai polipeptida protein sedang dimodifikasi
untuk mengubah protein yang belum matang menjadi protein yang matang
dan berguna (Mashat, et al., 2021). Modifikasi pasca-translasi (PTM)
memainkan peran penting dalam fungsi protein dan fisiologi sel (Filtz, et al.,
2013). Ubiquitination protein adalah salah satu modifikasi pasca-translasi
(PTM) reversibel yang menjadi salah satu proses paling penting.
Ubiquitination perlekatan kovalen ubiquitin ke berbagai protein seluler
adalah masalah pasca-translasi yang umum dalam sel eukariotik (R. Gupta,
2007).

Secara umum ubiquitination adalah proses yang membantu pertumbuhan
dan perkembangan eukariotik, organisme prokariotik, dan proses lokalisasi
protein, metabolism fungsi, regulasi, dan degradasi. Karena peran regulasi
penting di dalam fungsi protein dan implikasinya di banyak penyakit serta
banyak percobaan telah dilakukan untuk mengidentifikasi situs

ubiquitination (R. Gupta, 2007). ldentifikasi situs ubiquitination merupakan



langkah pertama yang penting. Namun, pendekatan eksperimental untuk
mengidentifikasi situs ubiquitination seringkali mahal, padat karya dan
memakan waktu, sebagian karena dinamika dan reversibilitas ubiquitination
(Chen, et al., 2014).

Mempertimbangkan banyak manfaat dari ubiquitination, sangat penting
untuk mengidentifikasi situs-situs ini untuk memahami fitur ubiquitination
dan membuat situs situs tersebut berguna untuk area penelitian lebih lanjut.
Identifikasi ini tidak hanya membantu untuk memahami mekanisme
molekulernya tetapi juga memberikan fakta berharga untuk studi tambahan
tentang pengembangan obat karena peran pengaturannya yang kritis. Juga
didokumentasikan, bahwa segala jenis kelainan dalam modifikasi
ubiquitination dapat mengakibatkan beberapa penyakit manusia (CM,
2001).

Beberapa metode tradisional yang digunakan untuk mengidentifikasi situs-
situs ini yang merupakan situs metagenesis terarah dan massa spektrometri.
Namun, metode ini membosankan, memakan waktu yang lama dan mabhal,
karena proses ubiquitination bersifat reversibel, dinamis, dan cepat. Untuk
merancang proses yang cepat dan efisien , metode komputasi
dikombinasikan dengan metode biologis dan digunakan untuk
mengidentifikasi situs ubiquitination. Meskipun beberapa percobaan
penelitian telah dilakukan untuk secara tepat mengidentifikasi ubiquitination
situs. Untuk melakukan ini, mereka menggunakan berbagai pendekatan
ekstraksi fitur dan machine learning untuk pelatihan dan identifikasi.
Namun, prediktor yang tersedia terlalu memakan waktu dan selama ini

kurang efisien.

Pada penelitian ini mengusulkan Model SRF UbiSites yang berisi momen

statistik untuk ekstraksi fitur dan Extreme Gradient Boosting (XGBoost)



1.2.

1.3.

sebagai pengklasifikasi untuk pelatihan model. Selain itu, model dievaluasi
dengan 10 kali lipat cross-validation. Extreme Gradient Boosting (XGBoost)
merupakan suatu metode pada machine learning dimana XGBoost
merupakan algoritma regresi dan klasifikasi dengan metode ensemble yang
merupakan suatu varian dari algoritma Tree Gradient Boosting yang
dikembangkan dengan optimasi 10 kali lebih cepat dibandingkan Gradient
Boosting lainnya (Chen & Guestrin, 2016).

Dengan menggunakan Dataset benchmark, prediksi dataset situs
ubiquitination diakses dari UniProt, berisi 3 dataset bernama Dataset-1,
Dataset-2, dan Dataset-3. Penelitian ini mencapai akurasi 10 kali lipat 100%
untuk kumpulan data-1, 99,88% untuk kumpulan data-2 dan 99,84% untuk
dataset-3, sedangkan dengan uji Jackknife didapatkan 100% untuk dataset-
1, 99,91% untuk kumpulan data-2 dan 99,99%. untuk kumpulan data-3.

Rumusan Masalah

Berdasarkan pemaparan latar belakang tersebut, maka rumusan masalah

dalam penelitian ini adalah sebagai berikut:

1. Berapakah nilai akurasi dari klasifikasi situs ubiquitination pada
sequence protein  menggunakan algoritme Extreme Gradient
Boosting(XGBoost)?

2. Apakah algoritme Extreme Gradient Boosting (XGBoost) memiliki
tingkat akurasi yang baik untuk memprediksi situs ubiquitination dari
pada metode penelitian sebelumnya oleh Shazia Murad, et al pada tahun
2021 yang berjudul UbiSites-SRF: Ubiquitination Sites Prediction Using

Statistical Moment with Random Forest Approach?

Batasan Masalah

Batasan masalah dalam penelitian ini yaitu:



1. Metode untuk prediksi ubiquitination ini menggunakan algoritme
Extreme Gradient Boosting (XGBoost).
2. Data yang digunakan merupakan data yang diperoleh dari UniProt.
3. Jenis data yang digunakan pada penelitian ini adalah berupa positif
negatif dari dataset benchmark.
1.4. Tujuan

Tujuan dari penelitian ini adalah sebagai berikut:

1. Mengklasifikasi situs ubiquitination pada sequence protein dengan

menggunakan metode Extreme Gradient Boosting (XGBoost).

Membandingkan hasil kinerja dari klasifikasi dan prediksi situs
ubiquitination pada sequence protein dengan penelitian sebelumnya
oleh Shazia Murad, dkk pada tahun 2021 yang berjudul UbiSites-SRF:
Ubiquitination Sites Prediction Using Statistical Moment with Random

Forest Approach.

1.5. Manfaat
Adapun manfaat penelitian ini adalah sebagai berikut:

1.

Menambah pengetahuan dan wawasan tentang prediksi situs
ubiquitination menggunakan metode Extreme Gradient Boosting
(XGBoost) pada penelitian selanjutnya.

Hasil penelitian ini diharapkan dapat menjadi informasi yang
bermanfaat serta membantu para peneliti untuk mengetahui mekanisme
ubiquitination lebih akurat bagi para peneliti yang menggunakan hasil

kinerja penelitian situs ubiquitination.



. TINJAUAN PUSTAKA

2.1. Penelitian Terdahulu
Penelitian ini tidak lepas dari penelitian sebelumnya yang telah dilakukan,
sehingga penelitian yang akan dilakukan memiliki hubungan antara
persamaan dan perbedaan objek yang diteliti. Ringkasan dari penelitian
terdahulu dapat dilihat pada Tabel 1.

Tabel 1. Penelitian Terdahulu yang terkait dengan penelitian ini

No Penelitian Data Metode Hasil
Dataset
benchmark
Dataset 1 Akurasi : 100%
Positif : 150

UbiSites-SRF: Ubiquitination

Sites Prediction Using Negatif - 150
1 Statistical Moment with —___ __  Random
Random Forest Dataset 2 Forest
Approach(Shazykhangmailcom Positif : Akurasi : 99.88%
& Mahfooz, 2021) 3.419 Negatif
_ 3419
Dataset 3
6 1?Lgsll\tl:afg.ati f Akurasi : 99.44%
16.118
Data
Prediction of Ubiquitination ~ Independent Deep
2 Sites Using UbiNets(Yadav et Dataset 1 Learning Akurasi : 63%

al., 2020) Positif : 369
Negatif : 369




No

Penelitian

Data

Metode

Hasil

Dataset 2
Positif : 263
Negatif :
4345

Dataset 3

Positif : 131
Negatif :
3520

Akurasi : 64,4%

Akurasi : 64,3%

Prediction of protein
ubiquitination sites via multi-
view features based on
eXtreme gradient boosting
classifier(Santhanam et al.,
2017)

Data Latih
Dataset 1
Positif : 150

Negatif : 150

Dataset 2
Positif : 3419
Negatif :
3419

Dataset 3

Positif : 6118
Negatif :
6118

Dataset 4

Positif : 263
Negatif :
4345

Dataset 5

Positif : 131
Negatif :
3520

Dataset 6

Positif : 37

Negatif : 639

Data
Independent
Data Indep 1

Positif : 92

Negatif : 301

Data Indep 2
Positif : 176

Negatif : 475

Data Indep
3 Positif : 96
Negatif : 666

eXtreme

gradient

boosting
(XGBoost)

Akurasi
datasetl : 82,5%

dataset? :75,9%

dataset3 : 78,5%

dataset4 : 83,4%

dataset5 : 89,7%

dataset6 : 89,1%

Data Indeptl :
82,5%

Data Indept2 :
75,9%

Data Indept3 :
78,5%




Penelitian terdahulu digunakan sebagai acuan dan perbandingan dalam
penelitian ini. Beberapa penelitian yang digunakan adalah sebagai berikut:

2.1.1 UbiSites-SRF: Ubiquitination Sites Prediction Using Statistical Moment
with Random Forest Approach.
Penelitian ini dilakukan oleh (Murad et al., 2021). Dalam penelitian ini,
model Kklasifikasi yang akurat dan efisien untuk mengidentifikasi situs
ubiquitination yang dibangun. Model yang diusulkan menggunakan
statistical moment as feature extraction method bersama dengan Random

forest untuk klasifikasi.

Tiga set ubiquitination digunakan untuk melatih dan menguji model. Model
ini dinilai melalui validasi silang 10 kali lipat dan jacknife. Penelitian ini
mencapai akurasi 10 kali lipat 100% untuk kumpulan data-1, 99,88%, untuk
kumpulan data-2 dan 99,84% untuk dataset-3, sedangkan dengan uji
Jackknife didapatkan 100% untuk dataset-1, 99,91% untuk kumpulan data-
2 dan 99,99%. untuk kumpulan data-3. Hasil yang didapat hampir maksimal,
yaitu jauh lebih baik dibandingkan dengan model yang sudah ada
sebelumnya tersedia dalam literatur. Dengan menggunakan Dataset
benchmark, prediksi dataset Situs Ubiquitination diakses dari UniProt
dibuat oleh Cai dan Jiang BMC Bioinformatics. Ini berisi 3 catatan bernama
Dataset-1, Dataset-2, dan Dataset-3.

2.1.2 Prediction of Ubiquitination Sites Using UbiNet.
Penelitian ini dilakukan oleh (Yadav et al., 2018). Target utama dari jurnal
ini adalah untuk mengeksplorasi pentingnya teknik deep learning untuk
prediksi ubiquitination situs dalam sequence protein. Dengan pendekatan
baru UbiNets selanjutnya, hasil yang diperoleh menunjukkan bahwa model

yang baru diusulkan memberikan akurasi yang signifikan.



Penelitian ini menggunakan dataset standar yang diambil dari literatur masa
lalu. Dataset 1 diambil dari (IndependentSet), yang memiliki ubiquitination
setengah-setengah dan situs non-ubiquitination, dan dataset 2 diambil dari
DOI: 10.1371/journal.pone.0022930.s001 yang berisi 263 ubiquitination
dan 4345 situs non-ubiquitination. Himpunan data3 diambil dari
http://www.ubpred.org/UbPred Data-Sets.zip yang berisi 131 segmen positif
di mana-mana dan 3520 non-ubiquitination. Hasil eksperimen yang
memuaskan menunjukkan efisiensi metode yang diusulkan untuk prediksi
dan Klasifikasi situs ubiquitination dalam sequence protein. Selanjutnya,
direkomendasikan bahwa metode ini dapat digunakan untuk menyelesaikan

masalah waktu nyata di domain yang bersangkutan.

2.1.3 Prediction Of Protein Ubiquitination Sites Via Multi-View Features
Based On Extreme Gradient Boosting Classifier
Penelitian yang dilakukan oleh (Liu et al,. 2021) mengusulkan metode baru
untuk modifikasi protein pasca-translasi yang disebut UbiSite-XGBoost.
Pertama fitur tampilan tunggal termasuk asam amino semu yang diusulkan
komposisi (PseAAC), komposisi pasangan asam k- spasi (CKSAAP),
disesuaikan distribusi normal bi-profle Bayes (ANBPB), asam amino
pengkodean properti (AAindex), pengkodean berdasarkan bobot yang
dikelompokkan (EBGW), BLOSUMG62, dan matriks skor spesifik posisi
semu (PsePSSM) diubah menjadi informasi digital. Kedua, dengan
menggunakan LASSO untuk menghapus informasi redundansi dan pilih
subset fitur yang optimal. Akhirnya, pengklasifikasi XGBoost digunakan

untuk memprediksi situs ubiquitination.

Pada penelitian ini menggunakan tujuh metode pengkodean fitur tampilan

tunggal untuk mengubah sequence protein fragmen menjadi informasi
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digital. Kedua, operator penyusutan dan seleksi paling mutlak (LASSO)
diterapkan untuk menghapus informasi yang berlebihan dan mendapatkan
subset fitur yang optimal. Akhirnya, fitur-fitur ini dimasukkan ke dalam
classifier peningkatan gradien eXtreme (XGBoost) untuk memprediksi situs
ubiquitination. 5-fold cross-validation menunjukkan bahwa nilai AUC set1-
set6 dataset adalah 0.8258, 0.7592, 0.7853, 0.8345, 0.8979 dan 0,8901.

Teknik oversampling minoritas sintetis (SMOTE) digunakan di set4-set6
un-set data seimbang, dan nilai AUC masing-masing adalah 0,9777, 0,9782
dan 0,9860. Selain itu penelitian ini menyusun tiga set data uji independen
dengan nilai AUC masing-masing 0,8007, 0,6897 dan 0,7280. NS hasil
menunjukkan bahwa metode yang diusulkan UbiSite-XGBoost lebih unggul
daripada metode prediksi ubiquitination lainnya dan memberikan panduan
baru untuk identifikasi situs ubiquitination (Santhanam et al., 2017).

Protein

Protein merupakan makromolekul polipeptida yang tersusun berdasarkan
rangkaian asam amino dan ikatan peptida (Suprayitno & Sulistiyati, 2017).
Protein mengalami perubahan yaitu perubahan fisik dan fungsional. Masing-
masing dari perubahan mencerminkan siklus hidup organisme tempat
protein itu berasal (Murray, 2014). Suatu molekul protein terdiri dari
sejumlah asam amino dengan susunan tertentu dan memiliki sifat turunan.
Asam amino terdiri dari atas unsur-unsur karbon, hydrogen, oksigen, dan
nitrogen. Unsur nitrogen adalah unsur utama protein sebanyak 16%
terkandung dari berat protein.

Ada lebih dari 300 asam amino yang terdapat di alam ini, tetapi protein
hanya tersusun dari 20 jenis asam amino saja (Dadan, 2012). Dua puluh dua
asam amino yang berbeda dikodekan ke dalam gen. Selanjutnya

polikondensasi asam amino yang kemudian menghasilkan peptida dan
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protein. Rantai samping yang berbeda dari berbagai asam amino memiliki
sifat fisikokimia yang berbeda dan memungkinkan asam amino ini
memenuhi fungsi yang berbeda di dalam suatu protein (Buxbaum, 2015).
Karakteristik suatu protein ditentukan oleh jenis asam amino yang
membentuknya, berapa kali munculnya, dan urut-urutannya dalam ikatan
protein tersebut (Sunita, 2001).

Asam amino merupakan unit dasar struktur protein. Suatu asam amino- o
terdiri dari gugus amino, gugus karboksil, atom H dan gugus R tertentu yang
semuanya terikat pada atom karbon a. Atom karbon ini disebut a karena
bersebelahan dengan gugus karboksil (asam). Gugus R menyatakan rantai
samping (Nurma, 2018). Berikut adalah gambaran dari struktur protein yang

dapat dilihat pada Gambar 1.

primer

Gambar 1. Macam-macam struktur tingkatan protein (Rosana, 2019).

Gambar 1 menunjukan struktur protein terdapat empat tingkatan struktur
yang saling mempengaruhi konfirmasi fungsional biologis dari protein. Tiga
diantara tingkat struktural ini (primer, sekunder, dan tersier) dapat

ditemukan dalam molekul yang terdiri dari suatu rantai polipeptida tunggal,
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sementara yang keempat (kuartener) melibatkan interaksi dari polipeptida di
dalam suatu molekul protein berantai banyak.

Post Translational Modification

Post Translational Modification atau PTM merupakan suatu proses di mana
rantai polipeptida protein sedang dimodifikasi untuk mengubah protein yang
belum matang menjadi protein yang matang dan berguna. PTM proses
modifikasi kimia yang memainkan peran kunci dalam proteomik fungsional
karena mereka mengatur aktivitas, lokalisasi, dan interaksi dengan molekul
seluler lain seperti protein, asam nukleat, lipid, dan kofaktor. Pendekatan ini
digunakan untuk mengatur fungsi dan struktur fisik protein, yang membantu
dalam banyak proses di dalam sel, seperti alur sinyal atau jaringan dalam sel,
ekspresi gen, aktivasi dan deaktivasi enzim dan interaksi protein-
protein(Mann & Jensen, 2003). Penjelasan lebih lengkap dapat dilihat pada
Tabel 2.

Tabel 2. Jenis-jenis modifikasi pasca translasi

Kelompok

No Jenis PTM PTM

Penjelasan

Penambahan gugus fosfat
ke gugus polar R melalui
1 phosphorylation Kimia kinase, paling sering
terjadi pada residu serin,
tirosin atau treonin
Penambahan gugus asetil
, baik pada ujung-N

2 Acetylation Kimia protein atau pada lisin
residu
Penambahan atom
3 Hydroxylation Kimia oksigen ke rantai

samping residu Pro atau
Lys

Penambahan gugus metil
4 Methylation Kimia pada substrat, atau
substitusi atom (atau
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No

Jenis PTM

Kelompok
PTM

Penjelasan

Proteolysis

Deamidation

Glycosylation

Ubiquitination

Asam Amino

Asam Amino

Molekul
Kompleks

Polipeptida

gugus) oleh gugus metil.
Metilasi adalah bentuk
alkilasi, dengan gugus
metil menggantikan atom
hidrogen.
Proteolisis mengacu pada
pemecahan protein
menjadi polipeptida yang
lebih kecil atau asam
amino
Deamidasi adalah
penghilangan atau
pengubahan residu
asparagin atau glutamin
menjadi gugus fungsi lain
Adisi kovalen dari bagian
karbohidrat ke asam
amino, membentuk
glikoprotein
Ubiquitination
melibatkan penambahan
protein yang ditemukan
di mana-mana, disebut
‘ubiquitin’, ke residu lisin
substrat




13

Di era pasca-genomik, pengetahuan tentang pasca-translasi modifikasi
(PTM) protein sangat penting untuk memahami berdiri proteom dinamis dan
berbagai pensinyalan jalur atau jaringan dalam sel (Aguilar & Wendland,

2003). Berikut adalah gambaran dari proses PTM yang dapat dilihat pada

Acetylation

Methylation

Chemical group

PTMs

Complex
molecules

Proteolysis

Deamidation

Pioe oujwy

Gambar 2. Post Translational Modification (Lloret & Prieto, 2022)

Gambar 2 menunjukan modifikasi protein pasca translasi. Dimana
modifikasi kelompok kimia ditampilkan dalam warna merah, modifikasi
asam amino ditunjukan dengan warna biru, molekul kompleks berwarna
kuning dan penambahan protein kecil ditampilkan dalam warna hijau. Sifat
protein dapat diubah dengan PTM, dalam beberapa kasus ini dapat terjadi
dengan cepat sebagai respons terhadap rangsangan lingkungan misalnya
paparan hormon. Proses ini dapat mengalihkan enzim antara keadaan aktif
dan tidak aktif serta diperlukan untuk penargetan protein yang tepat ke

struktur subseluler protein (Buxbaum, 2015).
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2.4. Ubiquitination
Ubiquitination merupakan mekanisme modifikasi pasca-translasi yang mana
ubiquitin akan dikaitkan dengan residu lisin spesifik target protein dengan
membentuk ikatan isopeptida. Ubiquitination dilakukan dalam tiga
langkah,yaitu aktivasi, pengikatan, dan koneksi. Eksekusi dilakukan oleh
ubiquitin mengaktifkan enzim E1s, E2s, E3s, dan proteasom, yang bersama-
sama membentuk sistem proteasome (Liu et al., 2021). Tiga enzim yang
termasuk mengaktifkan enzim (E1), enzim konjugasi (E2), dan ubiquitin
ligase (E3) terlibat dalam proses utilitas. Enzim lain E4 dapat membantu
untuk menstabilkan lize dan memperpanjang rantai polyubiquitin (Herrmann
et al., 2007). Berikut adalah gambaran dari mekanisme Ubiquitination yang

sudah dijelaskan dapat dilihat pada Gambar 3.

0./ &)
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Protein
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Nuclear Focl Ub protein Y
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Gambar 3. Mekanisme Ubiquitination Dan Berbagai Fungsinya
(Shazykhangmailcom & Mahfooz, 2021).
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Ubiquitin termasuk polipeptida 8-kDa yang terdiri dari 76 asam amino yang
ditambahkan ke -NH2 lisin dalam protein target melalui glisin C-terminal
dari ubiquitin. Setelah peristiwa monoubiquitination awal, pembentukan
polimer ubiquitination dapat terjadi, dan protein polyubiquitination
kemudian dikenali oleh proteasome 26S yang mengkatalisis degradasi
protein ubiquitination dan daur ulang ubiquitin (Overview of Post-

Translational Modification | Thermo Fisher Scientific - 1D, n.d.).

Proses ubiquitination membantu pertumbuhan dan perkembangan eukariotik
dan organisme prokariotik, dan proses yang berbeda seperti lokalisasi
protein, metabolism fungsi, regulasi, dan degradasi. Demikian pula, sangat
membantu dalam pengaturan banyak fungsi misalnya siklus pembelahan sel,
kematian sel yang dimediasi caspase, pemeliharaan protein transkripsi,
transduksi sinyal, dan restorasi kerusakan DNA (Shazykhangmailcom &
Mahfooz, 2021). Regulasi transkripsi aktivitas faktor, 3 tunas virion
retroviral, 4 reseptor endositosistosis dan perdagangan lisosom, 5 kontrol
insulin, 6 dan 7 TGF-jalur pensinyalan adalah contoh dari beberapa proses

yang mengandalkan pada ubiquitination (Radivojac et al., 2010).

Feature Extraction

Pemodelan atau prediksi perlu melakukan tahapan dimana mengubah data
yang tidak terstruktur menjadi data terstruktur yaitu dengan melakukan
ekstraksi fitur (Genuer, Poggi, & Malo, 2015). Ekstraksi fitur adalah proses
pengambilan ciri sebuah objek yang dapat menggambarkan karakteristik dari
objek tersebut.

Karakteristik dari kumpulan data besar ini adalah sejumlah besar variabel
yang membutuhkan banyak sumber daya komputasi untuk diproses.
Ekstraksi ~ fitur pada penelitian ini merupakan metode Yyang

mentransformasikan data sequence protein berupa text menjadi data numerik
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secara efektif yang akan diproses, tetap secara akurat dan lengkap
menggambarkan kumpulan data asli (Li et al., 2019). Pada penelitian ini

menggunakan statistical moment untuk ekstraksi sequence protein dataset.

Protein descriptor adalah tools yang digunakan untuk melakukan proses
feature extraction pada sebuah urutan protein. Protein descriptor memiliki
dua jenis berdasarkan output feature extraction yang dihasilkan yaitu
dynamic length dan fixed length (static length). Dynamic length merupakan
protein descriptor dimana nilai (fitur) yang dihasilkan dapat berubah-ubah
berdasarkan Panjang dari urutan protein dan parameter yang digunakan.
Fixed length atau Static length merupakan protein descriptor dimana nilai
(fitur) yang dihasilkan tidak berubah atau tetap dan jumlah fitur yang
dihasilkan tidak dipengaruhi oleh urutan protein kebalikan dari dynamic
length (Xu, Y .et al., 2020).

Pada penelitian ini menggunakan feature extraction statistical moment
dimana metode statistical moment ini menghasilkan jumlah fitur yang sama
meskipun sequence protein yang diproses memiliki Panjang sequence yang
berbeda yaitu jumlah fitur yang dihasilkan 153 fitur oleh karena itu feature
extraction statistical moment termasuk fixed length atau static length.
Berikut adalah penjelasan lebih lengkap dari feature extraction statistical

moment.

2.5.1 Statistical Moment Calculation
Momen statistik adalah teknik ekstraksi fitur yang umum digunakan, yang
sebagian besar digunakan dalam pengenalan pola dan untuk ekstraksi fitur
dari sekuens biologis. Tujuan utama dibalik metode ini adalah untuk
mengubah sequence ke numerik untuk pelatihan model yang lebih baik
(Technology, 2020).
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Momen Raw, Hahn dan Central dihitung untuk mengetahui fitur distribusi
frekuensi dari dataset dan merubah dataset menjadi ukuran yang tetap. Setiap
moment menggambarkan beberapa informasi unik yang menunjukan ciri
data. Metode ini digunakan untuk mengekstraksi data yang memiliki ciri-ciri
protein berbeda. Distribusi frekuensi merupakan susunan data menurut
kelas-kelas interval tertentu dalam sebuah urutan atau daftar yang
dihubungkan dengan masing-masing frekuensinya sehingga memberikan
keterangan dan gambaran sederhana serta sistematis dari suatu data. Dalam
penelitian ini nilai dari Raw,Central dan Hahn akan dihitung
(Shazykhangmailcom & Mahfooz, 2021). Selanjutnya matriks dua dimensi
orde n x n akan dikembangkan berdasarkan sequence protein P:

P= {01, G20 G} oo 1)
Dimana i adalah komponen residu asam amino ke- i dalam urutan primer

yang mengandung residu j kemudian diberikan perhitungan

N [V )
61, 61, .. 61,
62, 62, .. 62,

: : D 3)
67’11 6”2 Bnn

Matriks di atas yang dilambangkan dengan matriks 2 dimensi dan
menunjukkan matriks primer struktur protein P. Fungsi lain yang disebut

fungsi pemetaan digunakan untuk mengubah matriks P menjadi P.

Isi dari matriks 2D matrix P digunakan untuk perhitungan raw momen
derajat 3 seperti yang diberikan:

RMij = 2 201 D G B e (5)
Di sini i dan j mewakili urutan momen. Beberapa saat untuk memesan 3 area
RM 00, RM 01, RM 10, RM 11, RM 20, RM 21, RM 30 dan RM 31. Titik

tengah dari mana data didistribusikan ke segala arah dalam hal rata-rata
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bobotnya. Ini hanya bertindak sebagai pusat gravitasi dan sangat mudah
untuk menghitung momen centroid setelah perhitungan momen mentah. Ini
diberikan sebagai titik k,I seperti yang didefinisikan pada Persamaan (6)-
(13):

k = RM10RMoo dan | = RMorRM00 .....ccoovriiiieiiiieiieneee e (6)
Centroid digunakan untuk mencari nilai momen pusat. Secara matematis

dapat dihitung dengan relasi persamaan 7.

Ci= Xl 21 (P — '@ =1 Bpg oo @)
Selanjutnya, orde polinomial Hahn dari n diberikan sebagai berikut:

HY*(r,M) =M +V —1); (M —1); X

~1)j @M+Y+Z-1-1); 1

i _o(—1)j £ L ©)

(M+Z-1); (M-1); j!

Simbol pochhammer yang diberikan dalam persamaan di atas dapat
disajikan sebagai:
(B) =6. (B+ 1) - (BF = 1) cooeoieeieeeeeeeee e 9)

Dan disederhanakan menggunakan operator Gamma:

. _ r(b+))
(6)] = r(—b) ....................................................................... (10)

Untuk menskalakan nilai raw dari moment Hahn adalah dengan

menggunakan fungsi pembobotan dan kuadrat adalah diberikan sebagai:

HY (M) = () (M) [, 0=0,1, .. .M =1 . (11)

r(y+r+z)(y+r+1)(y+z+r+1)M
.......................................................... (12)
(y+z+2r+1)n!(M—-r—1)!

p(r) =
Persamaan (12) digunakan untuk menghitung momen Hahn untuk data
diskrit 2 dimensi:

hy; = Y020 X0208: HY (q. MR (.M), mn = 0,1, s B (13)
Raw, central dan hahn moment dihitung untuk setiap deret utama hingga
orde 3 dan diperoleh matriks 2 dimensi, Serta menghitung beberapa fitur

tambahan dari statistical moment seperti Determination of Position Relative
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Incidence Matrix (PRIM), Determination of Reverse Position Relative
Incidence Matrix (RPRIM), Generating Accumulative Absolute Position
Incidence Vector (AAPIV), Generating Reverse Accumulative Absolute

Position Incidence Vector (RAAPIV), Frequency dan SiteVicinity.

2.5.2 Determination of Position Relative Incidence Matrix (PRIM)
Proses kuantisasi posisi relatif dari sequence protein merupakan hal yang
penting untuk dilakukan. Oleh karena itu, matrix PRIM dibuat dan
merupakan matrix dengan orde 20 x 20. Dengan menggunakan matrix ini
fitur-fitur yang terkait dengan posisi relative residu asam amino akan

dihitung.

(€151 €152, €157 €15207
E251, Eam0 2o &5

ePRIM = €l Eimprr Eimjrt Eioo [ (14)
| Enos1 Eno2y gn—>j; v Ens20l

Matrix diatas menghasilkan 400 koefisien. Selanjutnya dilakukan
pengurangan lebih lanjut pada jumlah koefisien, moment statistic dihitung

dan dikurangi menjadi 30 koefisien.

2.5.3 Determination of Reverse Position Relative Incidence Matrix (RPRIM)
Beberapa sequence protein memiliki fitur yang tidak diketahui dan tidak
dapat dipahami. Oleh karena itu perlu dilakukan deteksi atribut tersembunyi
protein dengan ambiguitas homolog dalam sequence protein dengan cara
melakukan reverse position relative incident matrix(RPRIM) yang
menghasilkan matrix yang sama dari 400 koefisien seperti PRIM tetapi

dengan urutan terbalik. RPRIM dapat didefinisikan secara sistematis
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(0151, Q152,00+ Ci-j 15207
Q251 Q25257 92—>j' T Q220

QPRIM = Qrots Qi Qi ™™ Qioypg [frrrrrrrrrere e (15)
[0n>1) Ono2,""" Qposjp Qnos20

Untuk mengurangi dimensi RPRIM, momen statistik dihitung untuk RPRIM
yang menghasilkan satu set 24 elemen.

2.5.4 Frequency
Jumlah total asam amino dalam sequence protein diwakili oleh frekuensi dan
prinsip matematika yang digunakan secara tepat. Distribusi matriks

frekuensi ditunjukkan pada persamaan(16)
o = 191’192'193’ .1920 ........................................................... (16)

Tujuan utama dibalik komputasi matriks frekuensi adalah untuk

mengekstrak informasi komposisi dari sequence.

2.5.5 Accumulative Absolute Position Incidence Vector (AAPIV)
Untuk mengekstrak informasi komposisi dari sequence protein
ubiquitination, matriks frekuensi dihitung, tetapi terdapat kendala bahwa hal
tersebut tidak memberikan informasi tentang posisi relatif residu, oleh
karena itu accumulative absolute position incidence vector (AAPIV) dari
panjang 20 elemen dihitung. Dalam AAPIV, jumlah semua nilai ordinal
untuk setiap asam amino asli, yang muncul dalam sequence utama. AAPIV

dapat dilambangkan pada persamaan(17)

K= q)l‘q)z‘(p& B (/X TR T (17)
Jj merupakan elemen dari AAPIV yang didefinisikan menjadi
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2.5.6 Reverse Accumulative Absolute Position Incidence Vector (RAAPIV)

2.6.

Proses selanjutnya adalah mengekstrak informasi yang ada dan tidak dapat
dipahami tentang posisi relatif residu dalam sequence, untuk mengatasi
masalah ini menggunakan RAAPIV yang dibangun dengan memindahkan
kembali sequence kunci dan produksi AAPIV dari urutan terbalik ini.
RAAPIV dilambangkan

V= 61‘ 62‘ 63, mae mas wam man s 620 ......................................................... (19)

Extreme Gradient Boosting (XGBoost)

XGBoost adalah kependekan dari eXtreme Gradient Boosting. XGBoost
merupakan metode yang dinilai efisien dengan implementasi kerangka kerja
penambah gradien (Friedman, 2001). XGBoost merupakan algoritme
pembelajaran mesin ensemble berbasis pohon yang memiliki daya prediksi
dan kecepatan kinerja lebih tinggi dan dicapai dengan improvisasi pada
kerangka Gradient Boosting (Chen & Guestrin, 2015). Dalam mesin
learning ensemble adalah metode yang menggabungkan keputusan dari
beberapa model untuk meningkatkan kinerja secara keseluruhan. Cara kerja
gradient boosting adalah dengan membuat model baru secara bertahap
dengan memperhatikan kesalahan model sebelumnya yg kemudian menjadi
acuan untuk membuat model yang baru serta memanfaatkan pola dalam
residu secara berulang dan memperkuat model dengan prediksi yg lemah dan
membuatnya menjadi lebih baik. Berikut adalah gambaran proses algoritme

XGBoost pada saat dijalankan dapat dilihat pada Gambar 4.
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Gambar 4. Cara kerja metode XGBoos (Santhanam et al., 2017).

Di XGBoost, masing-masing pohon dibuat menggunakan banyak inti dan
data diatur untuk meminimalkan waktu pencarian. Ini mengurangi waktu
pelatihan model yang pada gilirannya meningkatkan kinerja (Santhanam et
al., 2017). XGBoost juga memiliki peningkatan gradien pada intinya.
Namun, perbedaan antara peningkatan gradien sederhana algoritma
XGBoost adalah bahwa tidak seperti  peningkatan gradien, proses
penambahan yang lemah menyebabkan tidak terjadi satu demi satu dan juga
dibutuhkan pendekatan multi-utas dimana pemanfaatan yang tepat dari inti
CPU dari mesin digunakan, yang mengarah ke kecepatan dan Kinerja yang
lebih besar (Santhanam et al., 2017).

Selain itu, XGBoost dapat mengatasi keterbatasan kecepatan dan akurasi
komputasi sampai batas tertentu, membutuhkan lebih sedikit training dan
waktu prediksi, dan mendukung berbagai fungsi tujuan, termasuk klasifikasi
dan regresi (Chen & Guestrin, 2015).

Fungsi tujuan XGBoost adalah jumlah fungsi kerugian yang dievaluasi atas
semua prediksi dan fungsi regulasi untuk semua pohon. Dalam rumus berarti

prediksi berasal dari pohon dapat dilihat pada persamaan (20) :
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0bj(0) = X" I(y; — 9:) + ] 00 (20)
j=

Selain itu XGBoost juga menggunakan matrik popular yang disebut ‘log
loss’,matrik berbasis probabilitas digunakan untuk mengukur kinerja model
klasifikasi. Berikut rumus dari pengukuran kinerja model klasifikasi pada
XGBoost.

— = Y Yilog(P() + (1 = ¥).10g(1 = POV oo (1)

XGBoost menggunakan metrik MSE yang digunakan untuk mengukur

kinerja model dengan rumus pada Persamaan (22).

ZJ,_ i-yP)?
MSE = % ............................................................................... (22)

XGBoost menggunakan similarity score untuk menghitung keuntungan dari

simpul akar. Rumus dari similarity score dapat dilihat pada Persamaan (23).

(ZResidual;)?
Z[Previous Probability;x(1—Previous Probability;)]+1 "

(23)

Similarity score =

Langkah-langkah dalam menerapkan algoritma XGBoost adalah sebagai
berikut:
a. Prediksi awal
Inisiasi predictor dasar dengan mean dari variabel dependen untuk
semua titik data dalam kumpulan data Persamaan (24).
FO(X) ZNO(X) 1uveveitiieicie e (24)
Dimana Fo(x) adalah predicted dan ho(x) adalah initial predictor.
b. Perhitungan sisa
Selanjutnya adalah hitung residu untuk semua titik data dari prediksi
sebelumnya dari langka terakhir dengan rumus pada Persamaan (25).
Residual =Y — FO(X) cvvoiveeiieiiieiie e (25)
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Nilai Y merupakan hasil dari observed.

Latih modelnya

Latih model pertama yaitu menggunakan M1 menggunakan [X, ]
sebagai data dan modelnya adalah pohon XGBoost khusus yang
dibangun secara berbeda jika dibandingkan dengan pohon keputusan
normal yaitu menggunakan gradient dan hessian pada Persamaan
(26).

.. , Gradient?
Similarity = CoSSIama (26)

Pohon dibangun dengan memisahkan data menjadi dua yaitu training

dan testing. Ambang untuk root dihitung dengan mengambil rata-rata
dua titik dekat diantara split dan sisa pergi ke daun yang
bersangkutan. Selanjutnya pilih pohon dengan maximum gain.
setelah pohon dibangun saatnya tree pruning yang dilakukan untuk
memperkecil ukuran pohon keputusan dengan menghilangkan
bagian-bagian dari pohon yang memiliki sedikit kekuatan untuk
mengklasifikasi instance dengan ketentuan seperti pertidaksamaan
pada Persamaan (27).

If GAIN =¥ < 0 i (27)
Pisahkan pohon yang dipilih lebih jauh hingga nilai max_depth untuk
konstruksi pohon yang lengkap.

. Dapatkan prediksi yaitu residual dari model M1.

Setelah itu lewati semua titik data melalui pohon terakhir (Model-1)
untuk mendapatkan h1(x) yang dihitung prediksi F1(x) dan residual.
Rumus residual baru untuk model kedua M2 adalah.

Lanjutkan dengan mendapatkan prediksi model M2 dan h2(x).
selanjutnya menambahkan pohon secara berurutan dengan input

sebagai semua variabel independent dan residual. Pohon yang
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ditambahkan mencoba mencari minimum global untuk loss function
menggunakan keturunan gradient.

e. Penggunaan klasifikasi
Untuk memprediksi data titik data baru maka menggunakan pohon
atau model yang sudah dibuat untuk mendapatkan semua nilai untuk
menyelesaikan persamaan.
F2(X) = (0+1Xh1(X)+1XN2(X)) ceeorrerrreieiieiieie e (29)
Dimana nilai yang dihasilkan dari F2(x) dianggap sebagai prediksi
dari model XGBoost.

Model di XGBoost berhenti berlatih saat kriteria terpenuhi atau jumlah iterasi
yang dipercepat agar terpenuhi. Sebelum membangun model prediksi,
dilakukan optimasi parameter tuning XGBoost dengan beberapa parameter

yang digunakan seperti pada Tabel 2.

Tabel 3. Contoh beberapa parameter pada XGBoost

Parameter Description Rentang Nilai
Max_depth kedalaman maksimum pohon 5
Learning_rate mengontrol tingkat 0.1

pembelajaran: skala kontribusi
setiap pohon dengan faktor

dari 0-1

N_estimator Jumlah proses cycle sampai 100-1000
optimal

Early stopping_rounds Kecepatan model learning 5

Selanjutnya merupakan tahapan dalam penyusunan algoritma Extreme
Gradient Boosting(XGBoost).
Diberikan suatu dataset yang memiliki 2 variabel yaitu harga barang (dalam

satuan ribu) dan profit. Dapat dilihat pada Tabel 4.
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Tabel 4. Dataset untuk membangun pohon XGBoost

No A (Harga(Ribu)) B (Profit(1/0))
1 65 0
2 70 1
3 75 1
4 80 0

Dengan Keterangan harga barang = A dan profit = B. Berikut adalah

parameter yang digunakan.

a.
b.

C.
d.
e.

f.
g.

n_estimator = 2
max_depth = 2
learning_rate =1
gamma = 2
min_child_weight =0
reg_lamda =0

base_score = 0,5

Berikut adalah Langkah-langkah pembuatan pohon pada XGBoost.

1.

Prediksi Awal

Nilai prediksi awal atau base_score sebesar 0,5 untuk seluruh data dalam
dataset dengan Persamaan (30).

Fo(x) = Ro() T 0,5 i e (30)
Error atau residuals

Disini akan dilakukan perhitungan residuals Buntuk semua data dari

prediksi yang sebelumnya dengan persamaan (31).

~

B = B _fo(.x) .................................................................................. (31)
Hasil perhitungan nilai error atau residuals dapat dilihat pada Tabel 5.
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Tabel 5. Hasil perhitungan nilai Error.

A B fo(x) B=B-fo(x)
65 0 0,5 -0,5
70 1 0,5 0,5
75 1 0,5 0,5
80 0 0,5 -0,5
3. Train Model

Training model ke-1 dengan menggunakan [A, B] data. Berikut adalah
rumus untuk membangun pohon XGBoost, dapat dilihat pada Persamaan
(32), (33) dan (34).

Gain = (leftsimilarity + Rightsimilarity)Rightsimilarity --------------- (32)

o _ C B’
Similarity Score = STprevions F100 (1—Previoms FiGOTFA (33)

_ (OR:D)
Output Value = STprevions F 10 (LoPrevioms FaGOTaA oo (34)

Keterangan :

B; = Residual ke-i.

e A =reg_lambda.

e Previous f;(x) = probabilitas sebelumnya.

e Perhitungan nilai gain hanya untuk menghitung akar
pohon.

e Perhitungan similarity untuk semua node.

e Perhitungan output value hanya untuk leaf node.

e Lambda merupakan parameter yang mempengaruhi
pruning.

i. Pohon yang dibentuk dibagi menjadi dua partisi dari kemungkinan
pemisahan dapat dilihat pada Gambar 5.



A B fo(a) B=b-fo(a) A<ds
40 + 50 [0.5,0.5,0.5,-

40 0 0,5 -0,5 o 45 0.5]
50 1 0,5 0,5
60 1 0,5 0,5
A B (a) B=b-fy(a

fo fo(@) —
40 0 0,5 0,5 [0.5,0.5,0.5,-
50 1 05 0,5 50+60 _ 0.31
60 1 05 05 2 / \
- 0 - -
A B fo(a) B=b-fy(a)
40 0 0,5 -0,5
50 1 0,5 0,5 A<65

GOHI0. i [0.5,0.5,0.5,-
60 1 0.5 0.5 3 0.5
70 0 0,5 -0,5 /\
[-0.5,0.5,0.5]

Gambar 5. Contoh membangun pohon XGBoost.

Pada Gambar 5 menunjukan perhitungan nilai batasan untuk root
dengan cara menghitung nilai rata-rata antara dua titik percabangan
sisanya akan langsung menjadi nilai leaf node. Perhitungan nilai
Batasan root dilakukan sebanyak 3 kali dengan cara yang sama.
Langkah selanjutnya adalah menghitung nilai rata-rata antara dua
titik percabangan untuk menentukan Batasan pada root dan sisanya
masing-masing menjadi leaf node. Untuk membangun sejumlah n-

1 pohon jika dataset berisi n data.
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Setelah membangun seluruh pohon selanjutnya menghitung nilai
similarity dan gain untuk menentukan pohon dengan percabangan

yang optimal. Dibawah ini contoh perhitungan nilai similarity dan

gain.
Similarity =0 Similarity =0
Gain = 1,33 Gain =0
A<45 A<55
[-0.5,0.5,0.5,-0.5] [0.5,0.5,0.5,-0.5]
Similarity =1 Similarity = 0,33 Similarity =0 Similarity =0
S (05405 -0,5)* atan o (0.5+0,5 -0,5)%
S )= = S T i \oL LA o e
Imllal’l(_\ {(0,5+(1-0,5)}+{0,5+(1-0,5)}+{0,5+(1-0,5)}+0 0'33 Imllﬂl’l'.\ {0,5+(1-0,5)}+{0,5+(1-0,5)}+0 0
Gain = (14033)- 0= 133 Gain=(0+0)-0=0
Similarity =0
Gain = 1,33
A<65

[-0.5,0.5,0.5,-0.5]

1-05-0-5-0-5

Similarity = 0,33 Similarity =
1
e e (0,5+0,5 ~0,5)% _
Sheay {(0,5+(1-0,5))+(0,5+(1-0,5)}+(0,5+(1-0,5)}+0 033

Gain = (1+0,33) - 0=1,33

Gambar 6. Contoh perhitungan nilai similarity dan gain.

Langkah selanjutnya setelah menghitung nilai similarity dan gain
pilih salah satu dari pohon yang sudah dibuat yang memiliki nilai
gain lebih besar atau optimal dibandingkan pohon yang lain. Pada
Gambar 6 pohon dengan A<65 memiliki nilai gain yang lebih
optimal yaitu sebesar 1,33.

Pemisahan dilakukan kembali untuk pohon dengan nilai gain

maksimal hingga mencapai max_depth.



30

Similarity =0
Gain = 1,33

A<65
[-0.5,0.5,0.5,-0.5]

— —

[-0.5,0.5,0.5] o

Similarity = 0,33 Similarity =
1
(0,5+0,5 —0,5)%

((0,5+(1-0,5)}+{0,5+(1-0,5)}+{0,5+(1-0,5)}+0

Similarity = 0,33

Gain = (1+0,33) - 0 = 1,33

Gambar 7. Contoh Pemangkasan pada Pohon XGBoost.

Pada Gambar 7 dilakukan perhitungan nilai similarity dan gain
Kembali dimana menghasilkan nilai similarity sebesar 0,33 dan
nilai gain 1,33. Dikarenakan max_depth yang digunakan sebanyak
dua, maka pohon Kembali dibangun dengan cara data dipisahkan

pada leaf sebelah kiri dapat dilihat pada Gambar 8.
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40

0,5

-0,5

50

0,5

0,5

60

0,5

0,5

A fo(a) B=b~f(a) 40 + 50
40 0,5 -0,5 _ 425 A<65
50 03 03 [0.5,0.5,0.5,-
60 0,5 0,5 0.5]
A<45
[-0.5,0.5,0.5)
A fo(@) B =b-fy(a)

50 + 60

=55

ON

A<65
10.5,0.5,0.5,-
0.5]

A<55
[-0.5,0.5,0.5)

T

Gambar 8. Contoh pemangkasan pada Turunan Percabangan.

Pada percabangan lanjutan hitung kembali nilai similarity dan gain

untuk pemisahan yang baru agar dapat memilih internal root yang

memiliki nilai gain yang optimal.
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A<65
[0.5,0.5,0.5,-0.5]

A<d45
[-0.5,0.5,0.5]

Similarity = 0,33
Gain = 2,66

\

/

O
¢

Similarity =0 Similarity =1

A<65
[0.5,0.5,0.5,-0.5]

Similarity = 0,33 A
Gain = 0,66

A<5S
[-0.5,0.5,0.5]

Oh
°/

Similarity =0 Similarity = 1

Gambar 9. Contoh Perhitungan Similarity dan Gain pada Split
Lanjutan.

Setelah dilakukan perhitungan similarity dan gain lanjutan
didapatkan internal root A<45 yang terpilih untuk konstruksi
pohon XGBoost karena memiliki nilai gain yang lebih besar yaitu
2,66.

Untuk memperkecil ukuran pohon keputusan maka harus dilakukan
pemangkasan dengan menghilangkan bagian pohon yang memiliki

kekuatan yang kurang untuk mengklasifikasikan kejadian.
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Similarity =0

A<65 Gain =133

[-0.5,0.5,0.5,-0.5]

.

Similarity= 0,33 A<45
Gain = 2,66 [-0.5,0.5,0.5]

Similarity =1 Similarity =2

v
Gain — gamma = 2,66 -2 = 0,66

Gambar 10. Proses Prunning pada Pohon.
Beberapa leaf memiliki lebih dari satu residual, oleh karena itu
pohon terakhir pada model 1 didapatkan dengan menghitung nilai

output untuk semua leaf.
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Pohon Terakhir

A<65

Model-1 /

~ (0,5+0,5) _
Output Value = L o8 =2

{0,5%(1—0,5)}+{0,5%(1-0,5)}4+0

Gambar 11. Contoh Perhitungan Output Value.

Melakukan perhitungan prediksi dari model 1, untuk memperoleh
hi(a) pohon terakhir dilewati seluruh titik data dan hitung prediksi
f1(a) serta nilai residual.

Dengan nilai learning rate = 1.0

Maka

fil@ =0 [(:;li‘g)) A CE2(C)) ] — (35)
Memecahkan f; (a) pada klasifikasi didapatkan

fil@=o (0 +1 x(hl(a))) ................................................... (36)
Fungsi sigmoid

) Y (37)

1+exp(-a)
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Tabel 6. Perhitungan Nilai Prediksi pada Model-1

A B hi(a) f;i@=0(0+1(n@)) B=b-7,(A)
2 0 -2 -0,5 -0,11
8 1 2 0,5 0,12
12 1 2 0,5 0,12
18 O -2 -0,5 -0,11

Setelah dilakukan perhitungan nilai prediksi dengan rumus B
didapatkan bahwa hasil akhir nilai prediksi pada model 1 yang telah
dibuat dari semua pohon yaitu -0,11; 0,12; 0,12 dan -0,11.

4. Untuk membangun pohon yang lain, ulangi langkah 3.

2.7. Feature Importance
Feature Importance adalah salah satu metode seleksi fitur yang digunakan
dan memberikan hasil yang baik. Pada feature importance, terdapat skor
untuk setiap fitur data, semakin tinggi skor yang dimiliki fitur maka semakin
penting atau semakin relevan fitur tersebut terhadap hasil keluaran model.
Teknik feature importance adalah kelas built-in yang ada di dalam klasifier
tree-based. Dalam algoritma XGBoost, setelah boosted trees terbentuk, akan
relatif mudah untuk mengambil skor penting untuk setiap atribut. Semakin
banyak atribut tersebut digunakan untuk membuat key decision dengan
pohon keputusan, semakin tinggi pula kepentingan relatifnya. Kepentingan
ini dihitung secara eksplisit untuk tiap atribut dalam set data, berdasarkan
hal ini atribut akan diurutkan dan dibandingkan. Kepentingan dihitung untuk
pohon keputusan berdasarkan jumlah dari tiap split point atribut
meningkatkan ukuran performa, ditimbang dengan jumlah observasi yang
bertanggung jawab atas node. Kepentingan fitur kemudian dirata-rata di
semua pohon keputusan dalam model. Untuk algoritma XGBoost sendiri,

urutan kepentingan fitur paling penting berdasarkan hal berikut.
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Gain

Merupakan indikasi informasi mengenai bagaimana fitur
tersebut penting dalam membuat cabang dari pohon
keputusan dan merupakan perolehan rata-rata fitur saat
digunakan di pohon. Gain adalah atribut yang paling relevan
untuk menginterpretasikan kepentingan relatif dari setiap
fitur.

Cover

Cover mengukur jumlah relative dari observasi yang terkait
dengan fitur atau cakupan rata-rata fitur saat digunakan
pohon. Gain adalah atribut yang paling relevan untuk
menginterpretasikan kepentingan relatif dari setiap fitur.
Frequency

Menghitung berapa kali fitur digunakan di setiap pohon

keputusan yang dihasilkan.

2.8. Matrix Formation

Matriks evaluasi digunakan untuk mengukur kualitas model pembelajaran

statistik atau mesin. Berbagai metode evaluasi digunakan untuk mengukur

model pembelajaran mesin. Dapat dilihat pada Tabel 7 evaluasi matriks dua

kelas.

Tabel 7. Evaluasi Matriks Dua Kelas

Predicted

Value

Actual Value
TP FP
(True Positive) (False Positive)
FN TN
(False Negatif) (True Negatif)

Beberapa matriks pengukuran yang digunakan untuk mengevaluasi kinerja
prediksi model adalah akurasi (ACC), sensitivitas (SN), spesifisitas (SP),
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dan Matthew Correlation Coefficient (MCC). Dimana akurasi adalah
pengujian terhadap tingkat kedekatan antara nilai prediksi dengan nilai
sebenarnya dimana hasil akurasi menentukan performa suatu metode
klasifikasi , Sensitivity berasio sampel positif yang benar untuk prediksi dan
Specificity adalah yang berasio prediksi untuk sampel negatif, MCC
mencerminkan tingkat korelasi antara situasi yang diprediksi dan nilai target
yang sebenarnya. Jika nilainya positif, maka nilai prediksi terkait dengan
target, jika tidak, tidak terkait dan nilai bisa dari 1 sampai 1 ketika nilai
terbesar, pra-terbaik kinerja diktif tercapai (Santhanam et al., 2017). Dapat
dilihat rumus dari Accuracy, Sensitivity, Specificity dan MCC pada
Persamaan (38), (39), (40) dan (41).

ACCUTACY = e et e X 100% oo (38)
i s TP

Sensitivity = TN X 10090 ..o (39)
ipe s TN

Specificity = Narp L0090 ... (40)

_ TP+*TN—-FP*FN
o O ey s vy S (41)

Dalam rumus di atas, TP, TN, FP, dan FN menunjukkan True Positif (TP),
True Negatif (TN), False Positif (FP), dan False Negatif (FN). Setiap
indikator didefinisikan sebagai berikut semua matriks ini dihitung untuk
memeriksa stabilitas model (Shazykhangmailcom & Mahfooz, 2021).
Matrix evaluasi melibatkan penggunaan kombinasi dari metrik evaluasi

individu ini untuk menguji model atau algoritme (Yu et al., 2019).

k-Fold Cross-Validation

Cross-validation adalah metode resampling data untuk menilai kemampuan
generalisasi model prediktif dan untuk mencegah overfitting (T. Hastie,
2008). Validasi silang mirip dengan metode subsampling acak berulang,

tetapi pengambilan sampel dilakukan sedemikian rupa cara agar tidak ada
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dua set tes yang tumpang tindih. Dalam k-fold Cross-Validation, set
pembelajaran yang tersedia di partisi menjadi k himpunan bagian yang
terpisah dengan ukuran yang Kira-kira sama. Di sini, "fold " mengacu pada
jumlah himpunan bagian yang dihasilkan partisi dengan dilakukan
pengambilan sampel kasus secara acak dari set pembelajaran tanpa

penggantian.

Model dilatih menggunakan himpunan yang sama mewakili himpunan
pelatihan. Kemudian, model tersebut diterapkan pada subset yang tersisa,
yang dilambangkan sebagai set validasi, dan kinerjanya diukur. Prosedur ini
diulang sampai masing-masing dari k subset telah berfungsi sebagai set
validasi. Rata-rata kinerja k pengukuran pada set validasi k adalah kinerja

yang divalidasi silang (Berrar, 2018).

Dval.l
Py
Fold #1 IO

»
Dtra.inf']

Fold #2 [ I

Fold #10 [0 11

Gambar 12. 10-Fold Cross-Validation (Berrar, 2018).

10-Fold Cross-Validation kumpulan data secara acak dibagi menjadi
sepuluh himpunan bagian yang terpisah, masing-masing berisi (kurang
lebih) 10% dari datanya. Model dilatih pada set training dan kemudian
diterapkan pada set validasi. Proses ini 75 untuk k = 10, yaitu, validasi silang
10 kali lipat. Pada lipatan pertama, subset pertama berfungsi sebagai set

validasi D val, 1 dan sembilan subset yang tersisa berfungsi sebagai set
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pelatihan D train, 1 . Dilipatan kedua, subset kedua adalah set validasi dan
subset yang tersisa adalah set training, dan seterusnya.



1. . METODE PENELITIAN

3.1. Tempat dan Waktu Penelitian
Berikut adalah pemaparan tempat penelitian dan waktu serta jadwal

penelitian :

3.1.1 Tempat Penelitian
Penelitian dilakukan di Laboratorium RPL yang bertempat di gedung
MIPA T Jurusan Illmu Komputer Fakultas Matematika dan
Pengetahuan Alam Universitas Lampung. Penelitian ini dilaksanakan
di Laboratorium RPL menggunakan beberapa perangkat komputer
yang disediakan disana, yaitu untuk menginformasikan beberapa PC

RPL dengan menggunakan aplikasi R Studio.

3.1.2 Waktu dan Jadwal Penelitian
Penelitian dilakukan pada bulan November 2021 di semester tujuh
ganjil hingga penyelesaian pada bulan Mei 2022. Alur waktu
pengerjaan dapat dilihat pada Tabel 8.
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Tabel 8. Alur Waktu Pengerjaan Penelitian

Tahun
| 2001 Tahun 2022
Kegiatan Des Jan Feb Mar Apr Mei Jun Jul

1 2341234123412 341234123412341234

Perancangan Metode
Pengumpulan Data
Penyusunan Draf Proposal (Bab
I-111)

Cleaning data

Feature Extraction

5 & 10 fold Cross-
Validation

Pemodelan dan prediksi
XGBOOST

Matrix Formation
Penyusunan Draf Hasil (Bab
IV&V)
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Tabel 8 menjelaskan rencana kegiatan waktu penelitian yang dilaksanakan

dari bulan Desember 2021 sampai dengan bulan Juli 2022. Secara umum

dibagi menjadi 3 tahap yaitu :

1. Perancangan Penelitian
Tahap pertama yang dilakukan pada penelitian ini adalah pengumpulan
data dan melakukan perancangan metode serta menentukan metode
yang akan digunakan dalam penelitian ini. Di minggu keempat
melakukan pengumpulan data, data didapatkan dari paper atau jurnal
acuan setelah melakukan studi literatur di minggu sebelumnya. Data
tersebut dapat diakses dari jurnal DOI: https://doi.org/10.21203/rs.3.rs-
669582/v1.

2. Pelaksanaan Penelitian

Tahap selanjutnya pelaksanaan penelitian yang dimulai di minggu ke
empat di bulan desember yaitu melakukan tahap pra-processing
cleaning dan redudansi data. Di minggu pertama bulan Januari sampai
minggu keempat melakukan proses Feature Extraction. Setelah itu di
bulan Februari mulai melakukan pemodelan dan prediksi dengan
metode XGBOOST. Di minggu kedua bulan Maret minggu kedua dan
ketiga melakukan proses validasi dan testing k-fold Cross-Validation
3. Evaluasi
Tahap terakhir adalah tahap evaluasi di minggu keempat bulan Maret

dan menjadi tahap akhir dari penelitian ini.

3.2. Data dan Alat
3.2.1 Data

Data yang digunakan merupakan dataset benchmark berupa sequence
protein yang diakses dari UniProt dan dibuat oleh BMC Bioinformatics
tahun 2016. Dataset ini terdiri dari dataset 1 (Chen Z et,.al, 2013),
dataset 2 dan dataset 3 (Tung&Ho, 2008). Dimana ketiga dataset


https://doi.org/10.21203/rs.3.rs-669582/v1
https://doi.org/10.21203/rs.3.rs-669582/v1
https://assets.researchsquare.com/files/rs-669582/v1/d04834b73f0fe05b22825121.txt
https://assets.researchsquare.com/files/rs-669582/v1/99aaa0fc51f9fe90efcb1a18.txt
https://assets.researchsquare.com/files/rs-669582/v1/44708c4746197fea3d9847d2.txt
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tersebut berisi data positif dan data negatif atau non-ubiquitination.
Contoh sequence pada dataset 1 dataset 2 dan dataset 3 yaitu
“STRSNGKHETHRT” dimana sequence tersebut merupakan
sequence protein sepanjang 13 sequence tetapi dataset 2 dan 3
memiliki Panjang sequence yang berbeda yaitu dengan panjang
sepanjang 26 sequence. Informasi dataset dapat dilihat pada Tabel 9:

Tabel 9. Data Sequence Protein Ubiquitination

Jenis Jumlah Sequence Jumlah Sequence Jumlah
data Positif Negatif Total
Dataset1 150 150 300
Dataset 2 3.419 3.419 6.838
Dataset 3  6.118 6.118 12.236

Pada dataset 1 terdapat 300 sequence protein yang mencakup 150
sequence data positif dan 150 sequence data non-ubiquitination atau
data negatif. Selanjutnya dataset 2 terdapat 6838 sequence protein
dimana setengah dari dataset tersebut adalah data ubiquitination dan
sisanya adalah data negatif atau non-ubiquitination. Dataset 3 berisi
12236 sequence protein yaitu setengah dari dataset tersebut adalah

data positif dan setengahnya lagi merupakan data negatif.

3.2.2 Alat
3.2.2.1 Perangkat Keras (Hardware)

Perangkat keras (hardware) yang digunakan dalam penelitian ini

yaitu:

a.  Processor: AMD Ryzen 5 2500U with Radeon Vega Mobile
Gfx, 2,0 Ghz, 4 Core, 8 Logical Processor.

b. RAM: 4 GB DDR4 2400MHz SDRAM

c.  Storage: 1TB 5400 rpm SATA HDD
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d.  Network Interface: Intel® Dual Band Wireless AC-8265
e.  Vidio Graphics Array(VGA): AMD Radeon™ Vega 8 Mobile
Graphics 400 Mhz 1009MB VRAM

3.2.2.2 Perangkat Lunak (Software)

Perangkat lunak yang digunakan dalam penelitian ini yaitu:

a. Operating System: Windows 10 Home Single Language 64 bit.

b. Tools: R Programming 3.6.3 & R Studio 1.3.1093 R adalah
bahasa pemrograman dan sistem perangkat lunak yang
dirancang khusus untuk mengerjakan segala hal terkait
komputasi statistik.

c. Microsoft Excel 2010

d. Library caret 6.0-91
Library caret adalah salah satu package yang ada pada R
Studio yang digunakan untuk pemodelan prediksi pada suatu
Klasifikasi.

e. Package XGBoost 1.4.1.1
Paket ini adalah salah satu package R untuk pemodelan dan
algoritma klasifikasi XGBoost. Package ini dapat secara
otomatis melakukan komputasi paralel pada satu mesin yang
bisa lebih dari 10 kali lebih cepat. Ini mendukung berbagai
fungsi tujuan, termasuk regresi, klasifikasi dan peringkat.

f. Library el0711.7.6
Library ini menyediakan ekstraksi fitur numerik untuk
analisis sequence protein.

g. Librarydplyr1.6.1
Library ini menyediakan fungsi yang cepat dan konsisten untuk
bekerja dengan data frame seperti objek, baik di dalam memori

maupun di luar memori.
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h. Library mccr 0.4.4
Library mccr merupakan salah satu package yang ada pada R
Studio yang menyediakan fitur untuk menghitung nilai skor
koefisien korelasi Matthews (MCC).

3.3. Metodologi
Alur kerja penelitian ini didasari oleh penelitian terdahulu yang berjudul
UbiSite-SRF: Ubiquitination sites prediction using statistical moment with
random forest approach (Shazykhangmailcom & Mahfooz, 2021).

Flowchart alur kerja penelitian dapat dilihat pada Gambar 4.
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ALUR KERJA PENELITIAN

Data
Collecting

Pra Feature
Processing Extraction
Data Protein > —>|
Shazykhangmailcom Cleaning Data
&Mahfooz(2021)

Statistical
Moment

Model dan
Classification

Data
Benchmark

v

k Fold Cross Validation

5 Fold 10 Fold
Cross Cross
Validation Validation

A

Data Data
Training Testing

[

XGBOOST

Feature
Importance

Y

Evaluation

Ace,Sn,Sp
dan MCC

Gambar 13. Flowchart Alur kerja penelitian Prediksi Situs Ubiquitination Pada
Sequence Protein Menggunakan Momen Statistik Dengan Algoritme
Extreme Gradient Boosting.

Pada Gambar 13 alur kerja penelitian memiliki 5 proses utama yaitu data
collection, pra processing, feature extraction, model dan classification,

testing dan evaluating. Berikut penjelasan dari setiap tahap pada Gambar 13
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3.3.1 Data Collecting
Data protein didapatkan dari penelitian Shazykhangmailcom & Mahfooz
(2021) yang terdiri dari 3 dataset. Dataset 1 berjumlah 300 sequence, dataset
2 berjumlah 6838 dan dataset 3 berjumlah 12.236 dengan masing-masing
data terdiri dari setengah data positif dan setengah data negatif dari jumlah
data.

3.3.2 Pra Processing Data
Pada penelitian ini menggunakan tahap cleaning data. Pada penelitian ini
menggunakan data yang berbentuk text karena berupa sequence protein.
Tahap cleaning data pada jenis data text biasanya dilakukan dengan 3 cara
yaitu dengan cara hapus, random, dan statistic. Pada penelitian ini
menggunakan cara hapus. Tahap cleaning data bertujuan untuk menghapus
X di dalam sequence protein karena X bukan termasuk kedalam jenis asam

amino.

3.3.3 Feature Extraction

Extraksi fitur merupakan suatu proses yang dilakukan untuk mengubah data
dengan bentuk string menjadi data numerik. Feature extraction yang
digunakan adalah Statistical moment antara lain Raw, Hahn dan Central
moment serta beberapa fitur tambahan dari statistical moment seperti
Determination of Position Relative Incidence Matrix (PRIM),
Determination of Reverse Position Relative Incidence Matrix (RPRIM),
Generating Accumulative Absolute Position Incidence Vector (AAPIV),
Generating Reverse Accumulative Absolute Position Incidence Vector
(RAAPIV), Frequency dan SiteVicinity. Pada penelitian ini untuk tahap
ekstraksi fitur pada data menggunakan web yang disediakan untuk ekstraksi
fitur menggunakan metode statistical moment yang digunakan pada
penelitian terdahulu. Dengan menggunakan web tersebut memudahkan
proses ekstraksi fitur dan lebih cepat tidak memakan waktu yang lama.
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3.3.4 Model dan Klasifikasl
Pada tahap ini menggunakan pemodelan Klasifikasi dengan algoritme
Extreme Gradient Boosting (XGBoost). Langkah yang akan dilakukan yaitu
membagi data menjadi data training dan data testing sebesar 80% data
training dan 20% data testing. Setelah data dibagi data yang akan digunakan
untuk pemodelan dengan algoritme XGBoost adalah data training atau data
latih.

3.3.5 Feature Importance
Setelah proses klasifikasi akan didapatkan hasil dari proses tersebut
selanjutnya dilakukan proses pemilihan fitur penting yakni feature
importance XGBoost untuk mengetahui peringkat kepentingan dari fitur-
fitur yang ada sehingga model dapat belajar dengan menggunakan fitur-fitur

yang tepat dan berperan penting terhadap hasil klasifikasi atau keluaran.

3.3.6 Testing dan Evaluasi
Selanjutnya nilai dari pemodelan dataset 1 dan dataset 3 akan dilakukan
pengujian dengan menggunakan 10-fold cross-validation, dataset 2
dilakukan pengujian menggunakan 10-fold cross-validation. Kemudian 3
dataset yang sudah memperoleh hasil prediksi dilakukan pengujian
menggunakan evaluasi matriks, indikator pengukuran yang digunakan yaitu

akurasi,sensitivitas, spesifisitas dan MCC.



IV. PENUTUP

4.1. Simpulan

Berdasarkan hasil penelitian yang sudah dilakukan mengenai prediksi situs

ubiquitination pada sequence protein dengan algoritme Extrame Gradient

Boosting, dapat diambil simpulan sebagai berikut.

1.

Penelitian ini dilakukan dengan Klasifikasi menggunakan metode XGBoost
dengan teknik pembagian data k-fold cross-validation. Hasil klasifikasi paling
baik didapatkan dari percobaan menggunakan XGBoost 10-fold cross-
validation yaitu mendapatkan masing-masing akurasi untuk dataset 1, dataset
2 dan dataset 3 sebesar 98,63 %; 94,8 % dan 93,56 %. Berdasarkan hasil yang
diperoleh dari tiap percobaan yang telah dilakukan dapat dilihat bahwa nilai
akurasi pada percobaan XGBoost 10-fold cross-validation lebih tinggi
dibandingkan XGBoost 5-fold cross-validation.

Hasil akurasi pengujian dataset 1, dataset 2 dan dataset 3 menggunakan
klasifikasi XGBoost 10-fold cross-validation masing-masing sebesar
98,63 %; 94,8 % dan 93,56 % masih lebih rendah dibandingkan hasil akurasi
pengujian menggunakan random forest pada penelitian sebelumnya
Shazykhang & Mahfooz (2021) yaitu masing-masing datasetl, dataset2
dan dataset3 sebesar 100%, 99,88% dan 99,84% yang mendapatkan nilai
akurasi lebih tinggi dengan selisih perbandingan nilai akurasi rata-rata
antara penelitian Shazykhang & Mahfooz (2021) dengan Septania (2022)
sebesar 4,24 %. Perbandingan akurasi yang didapatkan menggunakan

klasifikasi XGBoost dengan penelitian sebelumnya menggunakan
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klasifikasi random forest tidak terlalu jauh dan cukup mendapatkan
hasil yang baik dengan menggunakan 10-fold cross-validation.

4.2. Saran

Berikut saran yang dapat diberikan pada penelitian ini adalah sebagali
berikut.

1.

Penelitian ini dapat menggunakan metode klasifikasi lainya yang lebih
baik seperti Deep Learning, Artificial Neural Network, SVM dan
metode lainnya yang memiliki fitur-fitur lebih lengkap untuk membuat
model yang lebih baik dan dapat menghasilkan akurasi yang lebih besar
dan lebih baik.

Mencoba menggunakan beberapa parameter lain pada metode XGBoost
yang dapat meningkatkan hasil dari klasifikasi menggunakan metode
XGBoost sesuai dengan dataset yang digunakan.

Mencoba menggunakan dataset ubiquitination lain untuk melakukan
klasifikasi menggunakan XGBoost untuk lebih mengetahui kinerja dari
algoritme XGBoost.

Penelitian ini dapat menggunakan feature extraction lain seperti
composition, transition dan distribution (CTD), Quasi Sequence Order
(QS0), AAindex, hydrophobicity, dan pseudo amino acid composition
(PseAAC).
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