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Alzheimer's is a disease that causes a decline in cognitive brain function (dementia) 

with 10 million new cases growing every day. Early detection of Alzheimer's 

disease is needed to prevent dementia from getting worse. So there is a need for a 

technology that can diagnose Alzheimer's disease quickly and accurately. 

Alzheimer's can be classified into 4 classes non demented, very mild demented, 

mild demented, and moderate demented. Deep learning is a technology that is 

popular and often used in performing various machine learning tasks such as image 

classification. One of the methods in deep learning to perform image classification 

tasks is Vision Transformer (ViT). The advantage of ViT is the self-attention 

mechanism that can understand the relationship between parts of the data in an 

unlimited order. In this study, the classification of MRI images of Alzheimer's 

disease using a pre-trained ViT model was carried out. The research stages are data 

collection, data pre-processing, training, testing, and performance evaluation of the 

model and interpretation. The study used Alzheimer's disease MRI image data 

sourced from Kaggle with the results of the metric evaluation of model 

performance, namely accuracy, sensitivity, specificity, and F1-score in order 

98.19%, 96.34%, 98.80%, and 96.37%. Based on the results obtained, it can be 

concluded that the pre-trained Vision Transformer model is very good at 

performing the task of classifying MRI images of Alzheimer's disease. 
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Alzheimer merupakan penyakit penyebab penurunan fungsi kognitif otak 

(demensia) dengan pertumbuhan 10 juta kasus baru setiap hari. Pendeteksian dini 

penyakit Alzheimer diperlukan untuk mencegah demensia semakin parah. Sehingga 

diperlukannya suatu teknologi yang dapat melakukan diagnosis penyakit Alzheimer 

secara cepat dan akurat. Alzheimer secara umum dikategorikan menjadi 4 tahap 

penyakit yaitu non demented, very mild demented, mild demented, dan moderate 

demented. Deep learning merupakan teknologi yang sedang ramai dan biasanya 

banyak digunakan dalam berbagai tugas machine learning seperti klasifikasi citra. 

Salah satu metode dalam deep learning untuk melakukan tugas klasifikasi citra 

adalah Vision Transformer (ViT). Kelebihan dari ViT adalah mekanisme self 

attention yang mampu memahami hubungan antara bagian dari data dalam urutan 

yang tidak terbatas. Pada penelitian ini, dilakukan klasifikasi citra MRI penyakit 

Alzheimer menggunakan model pre-trained ViT. Tahapan penelitian yang 

dilakukan adalah pengumpulan data, pre-processing data, proses training, testing, 

dan evaluasi kinerja dari model dan interpretasi. Penelitian menggunakan data citra 

MRI penyakit Alzheimer yang bersumber dari Kaggle dengan hasil evaluasi metrik 

dari kinerja model yaitu akurasi, sensitivitas, spesifitas, dan F1-score secara 

berurutan adalah 98,19%, 96,34%, 98,80%, dan 96,37%. Berdasarkan hasil yang 

telah diperoleh, dapat disimpulkan bahwa model pre-trained Vision Transformer 

memiliki performa unggul dalam melakukan tugas klasifikasi citra MRI penyakit 

Alzheimer. 

 

Kata Kunci : Klasifikasi Gambar, ViT, Deep Learning 
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I.  PENDAHULUAN 

 

 

 

 

1.1 Latar Belakang dan Masalah 

 

 

 

Alzheimer merupakan suatu gangguan neurodegeneratif berupa penyusutan volume 

hippocampus dan korteks serebral otak menyebabkan terjadinya kondisi demensia 

seperti menurunnya kemampuan dalam pemecahan masalah, penurunan daya ingat, 

dan kesulitan berbicara pada seseorang (Almumtazah dkk., 2023). Penyakit ini 

pertama kali ditemukan oleh seorang ahli Psikiatri asal Jerman yaitu Alois 

Alzheimer pada tahun 1907. Ia mengawali penelitian tersebut ketika mengamati 

aktivitas dari seorang wanita berumur 51 tahun, yang mengalami penurunan fungsi 

kognitif otak seperti kemampuan berpikir dan gangguan pada daya ingatnya. 

Dengan diagnosis akhir bahwa wanita tersebut mengidap penyakit Alzheimer 

berdasarkan hasil pemeriksaan neuropatologi otak. Terdapat beberapa kondisi atau 

tanda penurunan fungsi kognitif yang dapat menjadi suatu gejala bahwa seseorang 

mengidap penyakit Alzheimer ini diantaranya yaitu kesulitan dalam berbicara, 

penurunan kemampuan dalam perencanaan sesuatu, terjadi perubahan pola perilaku 

sehari-hari, depresi, dan kesulitan dalam mengendalikan emosi (Sianturi, 2021). 

Selain itu, terdapat beberapa faktor yang meningkatkan risiko seseorang terjangkit 

penyakit ini yaitu kurangnya aktivitas fisik, kebiasaan merokok, obesitas, diabetes, 

malnutrisi, cedera otak dan usia (Alzheimer’s Association, 2023).  

 

Menurut data World Heath Organization (WHO) pada tahun 2017 terjadi 

peningkatan yang dinamis diseluruh dunia pada penyakit Alzheimer dengan 

perkiraan sekitar 46,8 atau 50 juta didiagnosis dengan demensia Alzheimer dan total 

pertumbuhan 10 juta kasus baru setiap hari. Indonesia sendiri, jumlah orang yang 
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menderita penyakit ini pada tahun 2016 mencapai 1,2 juta kasus, dan jumlah ini 

diperkirakan akan terus meningkat menjadi 2 juta kasus pada tahun 2030. Alzheimer 

seringkali sulit dideteksi, terutama pada tahap awal penyakit. Penyakit ini sendiri 

dapat didiagnosis dengan menggunakan fitur citra Magnetic Resonance Imaging 

(MRI) oleh seorang ahli radiologi (Almumtazah dkk., 2023). Namun sayangnya, 

menurut Humas Fakultas Kedokteran UI pada tahun 2021 jumlah ahli radiologi 

yang ada di Indonesia hanya terdapat 1646 orang yang melayani lebih dari 270 juta 

jiwa penduduk Indonesia. Jumlah tersebut tentunya sangat sedikit, terutama 

mengingat perkembangan ilmu pengetahuan dan teknologi yang sangat pesat 

belakangan ini. Oleh karena itu, diperlukannya suatu inovasi yang menggunakan 

kecerdasan buatan dalam membantu proses diagnosis penyakit Alzheimer, 

memungkinkan diagnosis dilakukan lebih dini dan mempercepat proses 

penanganan (Fabrizio dkk., 2021). 

 

Untuk mengklasifikasikan penyakit Alzheimer dapat dilakukan dengan MRI. 

Menurut Setiyoningsih dan Apriantoro (2023), MRI adalah alat kedokteran dalam 

bidang pemeriksaan diagnostik radiologi yang menggunakan medan magnet 

berkekuatan tinggi dan resonansi getaran terhadap inti atom hidrogen. Secara 

umum, MRI adalah teknik pencitraan yang menghasilkan gambar bagian tubuh 

manusia secara transversal, koronal, sagittal, dan pra aksial tanpa menggunakan 

sinar X. (Astuti, 2019). Pemindaian MRI digunakan dalam penelitian Alzheimer 

karena MRI memiliki kontras yang tinggi, resolusi spasial yang baik, dan 

aksesibilitas yang tinggi (Khan dkk., 2019). Menurut Sailaja dan Gopal (2023), 

pada penyakit Alzheimer dikelompokkan menjadi 4 kategori berdasarkan tingkat 

kondisi pengidap yaitu nondemented, very mild demented, mild demented, dan 

moderate demented. 

 

Perkembangan teknologi yang saat ini sudah sangat maju dan mendukung 

komputasi untuk berjalan dengan cepat sehingga penerapan di bidang medis sudah 

banyak dilakukan contohnya seperti diagnosis suatu penyakit. Teknik yang dapat 

digunakan untuk melakukan diagnosis suatu penyakit gangguan neurologis seperti 

Alzheimer adalah deep learning (Gautam dan Sharma, 2020). Diagnosis dilakukan 
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dengan cara melakukan klasifikasi atau penggolongan suatu objek dengan ciri-ciri 

yang sama atau berbeda. Dan metode yang saat ini sedang ramai diperbincangkan 

yaitu bidang computer vision. Computer vision adalah teknologi yang 

memungkinkan komputer untuk memahami dan menganalisis gambar serta video 

(Guntara, 2022). Adapun metode yang saat ini sering digunakan untuk proses 

klasifikasi terutama pada data gambar yaitu menggunakan algoritma Convolutional 

Neural Network (CNN) dan juga Vision Transformer (ViT).  

 

Convolutional Neural Network (CNN) merupakan algoritma yang telah digunakan 

secara luas dalam melakukan proses ekstraksi fitur pada data citra dan mencapai 

kinerja yang tinggi dalam tugas klasifikasi dan deteksi objek (Alwanda dkk., 2020). 

Namun, CNN dalam melakukan tugasnya seringkali membutuhkan jumlah 

parameter dan waktu pelatihan yang lama untuk mencapai kinerja yang maksimal 

(Ilahiyah dan Nilogiri, 2018). Menurut Kim dkk. (2020), CNN memiliki 

keterbatasan lain dalam mendeteksi suatu pola spesifik di lokasi tertentu dan untuk 

mengatasi permasalahan ini dapat menerapkan teknik patching pada arsitektur 

CNN. Teknik patching memungkinkan CNN untuk memahami detail gambar 

melalui fitur-fitur kecil dalam gambar seperti tepi, tekstur, atau pola spesifik di 

lokasi tertentu. Selain itu, teknik ini harus dilakukan secara tepat agar dapat 

memenuhi kebutuhan dari arsitektur CNN. 

 

Algoritma lain yang sering digunakan untuk melakukan tugas computer vision 

adalah Vision Transformer (ViT). Model ViT adalah suatu metode dengan 

pendekatan transformer yang sebelumnya sudah terkenal pada pengolahan metode 

bahasa alami (NLP) kemudian diimplementasikan ke dalam tugas pengolahan data 

gambar (Dosovitskiy dkk., 2020). Model ViT memiliki teknik khusus dalam 

melakukan patching sehingga arsitektur ini tidak perlu lagi melakukan patching 

secara terpisah. Pada ViT, terdapat komponen kunci dalam arsitektur transformer 

yaitu self-attention yang memungkinkan untuk memberikan bobot dan perhatian 

pada bagian yang berbeda dari input kemudian dikombinasikan dengan patch dan 

positional embeddings (Dosovitskiy dkk., 2020). Kelebihan dari metode ini adalah 

arsitektur tidak menggunakan konvolusi seperti CNN melainkan prinsip attention 
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sehingga dapat mengurangi jumlah parameter yang digunakan (Heo dkk., 2021). 

Penelitian terkait yang menggunakan arsitektur ViT dan klasifikasi penyakit 

Alzheimer telah dilakukan sebelumnya, seperti penelitian yang dilakukan oleh 

Almumtazah dkk. (2023), pada penelitian tersebut data yang digunakan yaitu data 

citra MRI Alzheimer dengan proses segmentasi fitur data menggunakan Fuzzy C-

Means (FCM) dan ekstrasi dilakukan menggunakan Adaptive Neuro Fuzzy 

Inference System (ANFIS) mendapatkan akurasi sebesar 88,60%, spesifitas sebesar 

87,15%, dan sensitifitas 90,27%.  

 

Penelitian kedua dilakukan oleh Ghazal dkk. (2022), menggunakan Transfer 

Learning dengan model AlexNet untuk klasifikasi citra penyakit Alzheimer 

didapatkan hasil akurasi sebesar 91,70%, sensitivitas sebesar 93,70% dan nilai 

spesifitas sebesar 96%. Penelitian lain yang dilakukan oleh Wu dkk. (2021), dengan 

menggunakan arsitektur ViT pada pengenalan penyakit diabetes didapatkan hasil 

yang baik dengan akurasi 91,40%, spesifitas 97,70% dan sensitivitas 92,60%.  

 

Penelitian keempat dilakukan Figo dkk. (2023) dalam mendeteksi penyakit Covid-

19 dari citra X-ray paru-paru manusia menggunakan arsitektur ViT, didapatkan 

hasil akurasi sebesar 90,60%. Penelitian selanjutnya dilakukan oleh Shin dkk. 

(2023), membandingkan antara dua metode computer vision yaitu ViT dengan 

VGG19 untuk klasifikasi penyakit Alzheimer secara berurutan yaitu akurasi, 

precision, recall, dan F1-Score menggunakan ViT yaitu 80%, 60%, 75%, dan 

66,67%, sedangkan untuk metode VGG19 yaitu 73%, 60%, 60%, dan 60%. 

 

Berdasarkan keterbatasan yang dimiliki arsitektur CNN untuk mengklasifikasi 

penyakit Alzheimer oleh karena itu, dalam tugas akhir ini akan dilakukan 

implementasi arsitektur ViT dalam melakukan tugas klasifikasi multi-class pada 

citra MRI penyakit Alzheimer. Adapun eksperimen yang dilakukan yaitu 

menggunakan model pre-trained pada arsitektur ViT, serta untuk meningkatkan 

peforma dari arsitektur akan dilakukan proses augmentasi data pada tahap pre-

processing. Kinerja dari aristektur tersebut akan dievaluasi berdasarkan dari nilai 

akurasi, sensitivitas, spesifitas dan F1-score. 
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1.2 Rumusan Masalah 

 

 

 

Rumusan masalah dari penelitian ini adalah sebagai berikut : 

1. Bagaimana membangun arsitektur ViT yang efektif untuk 

mengklasifikasikan citra data MRI penyakit Alzheimer ? 

2. Bagaimana kinerja dari arsitektur ViT dalam melakukan klasifikasi citra 

data MRI penyakit Alzheimer ? 

 

 

1.3 Tujuan Penelitian 

 

 

 

Tujuan dari penelitian ini adalah sebagai berikut : 

1. Membangun arsitektur ViT untuk mengklasifikasikan citra data MRI 

penyakit Alzheimer. 

2. Mengevaluasi kinerja dari arsitektur ViT dengan melihat nilai akurasi, 

sensitivitas, spesifitas, dan F1-score dalam melakukan klasifikasi citra data 

MRI penyakit Alzheimer. 

 

 

 

1.4 Manfaat Penelitian 

 

 

 

Terdapat manfaat dari penelitian ini adalah sebagai berikut : 

1. Dapat digunakan sebagai alternatif dalam bidang medis terutama ahli 

radiologi untuk diagnosis awal penyakit Alzheimer berdasarkan hasil MRI 

otak. 

2. Dapat menjadi referensi bagi peneliti di masa depan dalam melakukan 

penelitian menggunakan deep learning pada data yang berbeda di bidang 

computer vision. 



 

 

 

 

 

 

II. TINJAUAN PUSTAKA 

 

 

 

 

2.1 Penelitian Terkait  

 

 

 

Penelitian yang dilakukan ini penulis menggunakan beberapa penelitian lain yang 

terkait sebagai referensi dan acuan untuk memperdalam pemahaman terhadap topik 

penelitian yang diimplementasikan dalam penelitian ini. Berikut merupakan 

ringkasan dari beberapa penelitian dapat dijelaskan pada Tabel 1. 

 

Tabel 1. Penelitian Terkait 

No Judul Penelitian Metode 
Hasil 

Acc Spec Sen F1 

1.  Vision 

Transformer 

Approach for 

Classification of 

Alzheimer’s 

Disease Using 

18F-Florbetaben 

Brain Images 

(Shin dkk., 

2023) 

Metode 

Klasifikasi 

Gambar 

menggunakan 

Vision 

Transformer 

80% - - 66,6% 

2. Klasifikasi 

Alzheimer 

Berdasarkan 

Data Citra MRI 

Otak 

Menggunakan 

FCM dan 

ANFIS 

(Almumtazah 

dkk., 2023) 

Metode 

Klasifikasi 

Gambar 

menggunakan 

metode FCM 

dan ANFIS 

88,6% 87,1% 90,2% - 

3. Deteksi Covid-

19 dari Citra X-

Metode 

Klasifikasi 

90,6% - - - 
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ray 

menggunakan 

Vision 

Transformer 

(Figo dkk., 

2023) 

Gambar 

menggunakan 

Vision 

Transformer 

(Base Large-16) 

4. Vision 

Transformer-

Based 

Recognition Of 

Diabetic 

Retinopathy 

Grade (Wu dkk., 

2023) 

Metode 

Klasifikasi 

Gambar 

Menggunakan 

ViT 

91,4% 97,7% 92,6% - 

5. Alzheimer 

Disease 

Detection 

Empowered 

with Transfer 

Learning 

AlexNet 

(Ghazal dkk., 

2022)  

Metode 

Klasifikasi 

Gambar 

Menggunakan 

Transfer 

Learning 

AlexNet 

91,7% 93,7% 96% - 

Beberapa penelitian yang dijadikan bahan referensi dalam melakukan penelitian ini, 

yaitu penelitian yang dilakukan oleh Shin dkk. (2023), membahas tentang 

klasifikasi citra penyakit Alzheimer menggunakan metode Vision Transformer. 

Data yang digunakan yaitu data citra MRI Alzheimer dengan jumlah total 383 yang 

terbagi menjadi tiga kategori yaitu alzheimer disease, mild cognitive, dan healthy 

control. Nilai akurasi diperoleh sebesar 80% dan F1-Score sebesar 66%, dikatakan 

bahwa kinerja klasifikasi tidak ideal mungkin karna overfitting dan bias yang 

kurang tepat karena keterbatasan data gambar PET. 

 

Kemudian penelitian yang dilakukan oleh Almumtazah dkk. (2023), membahas 

terkait klasifikasi citra penyakit Alzheimer menggunakan metode FCM dan ANFIS. 

Data yang digunakan merupakan citra MRI Alzheimer dengan total sebanyak 1000 

citra, yang terbagi menjadi kategori alzheimer dan non-alzheimer. Penelitian 

tersebut diperoleh hasil akurasi sebesar 88,6%, spesifitas sebesar 87,1% dan 

sensitifitas sebesar 90,2%, dan dapat disimpulkan dari hasil tersebut model yang 

telah dibuat dengan segmentasi FCM dan klasifikasi ANFIS telah mendapatkan 
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kinerja akurasi yang tinggi pada uji coba menggunakan k-fold cross validation 

dengan nilai k = 5 dan epochs sebesar 50. 

 

Penelitian selanjutnya dilakukan oleh Figo dkk. (2023), membahas terkait dengan 

pendeteksian penyakit Covid-19 dari citra X-ray menggunakan metode Vision 

Transformer. Data yang digunakan pada penelitian ini yaitu data CT scan paru-paru 

dengan total sebanyak 30.530 citra, yang terbagi menjadi kategori normal, 

pneumonia, dan covid-19. Penelitian tersebut didapatkan hasil akurasi sebesar 

90,6% dari arsitektur vision transformer large-16. Namun, terdapat overfitting pada 

model yang dibangun tersebut ditandakan dengan perbedaan yang signifikan antara 

nilai akurasi data validasi yaitu 90,6% dan 75,9% pada data testing. 

 

Penelitian lainnya yang dijadikan referensi dilakukan oleh Wu dkk. (2021), 

membahas terkait dengan pendeteksian diabetic retinopathy dengan melakukan 

klasifikasi menggunakan metode Vision Transformer dengan data yang digunakan 

sebanyak 35.126 dan terbagi menjadi beberapa kategori yaitu no diabetic 

retinopathy, mild, moderate, severe, dan proliferative diabetic retinopathy. 

Penelitian tersebut didapatkan hasil akurasi sebesar 91,4%, spesifitas 97,7%, dan 

sensitivitas sebesar 92,6% dan dapat dikatakan bahwa model yang dibangun sudah 

memprediksi penyakit diabetic retinopathy dengan baik. 

 

Penelitian terakhir yaitu dilakukan oleh Ghazal dkk. (2022), membahas terkait 

dengan pendeteksian penyakit Alzheimer dengan melakukan klasifikasi citra 

menggunakan metode transfer learning (AlexNet). Data yang digunakan pada 

penelitian ini yaitu data citra MRI penyakit Alzheimer yang berjumlah sebanyak 

6.393 citra dan terbagi menjadi beberapa kategori yaitu non demented, very mild 

demented, mild demented, dan moderate demented. Pada penelitian tersebut 

mendapatkan kinerja akurasi, sensitivitas, dan spesifitas secara berurutan yaitu 

91,7%, 93,7, 96% dan dapat dikatakan bahwa model yang dibangun sudah baik 

dalam memprediksi penyakit Alzheimer. 
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2.2 Alzheimer 

 

 

 

Alzheimer bukan suatu hal yang normal ketika terjadi proses penuaan. Meskipun 

sebagian besar penderita Alzheimer merupakan orang yang berusia 65 tahun keatas, 

namun penyakit ini dianggap sebagai penyakit Alzheimer ketika menyerang seorang 

yang berusia di bawah 65 tahun (Alzheimer’s Association, 2023). Menurut 

Alzheimer’s Association biasanya orang yang menderita penyakit ini dapat berada 

di tahap awal, tengah atau akhir dari penyakit ini.  Alzheimer adalah penyakit yang 

menyebabkan terjadinya degeneratif otak dan penyebab utama dari penyakit 

demensia, istilah umum ini mengacu pada tanda yang dialami oleh pengidap 

penyakit tersebut seperti penurunan memori, keterampilan dalam pemecahan 

masalah, kesulitan dalam mengendalikan emosi, dan penurunan kemampuan untuk 

melakukan kegiatan sehari-hari (Sianturi, 2021). 

 

Bersumber dari penelitian terkait dengan neuroimaging, pada studi demensia atau 

gangguan kognitif data citra MRI penyakit Alzheimer umumnya terbagi menjadi 4 

kelas yang menandakan tingkat keparahan penyusutan volume otak (Sailaja dan 

Gopal, 2023) yaitu : 

1. Very Mild Demented 

Very Mild Demented merupakan jenis gejala paling awal dalam tingkat 

penyakit demensia Alzheimer. Pada tahap ini kebanyakan orang dapat 

menjalankan berbagai aktivitasnya seperti biasa tanpa mengalami banyak 

kendala yang berkaitan dengan fungsi kognitif otak, gejala ringan yang 

dialami pada tahap ini sepeeri kesulitan mengingat barang yang baru saja 

diletakkan (Alzheimer's Association, 2023). Gambar 1 menunjukkan kelas 

very mild demented pada penyakit Alzheimer. 

 

Gambar 1. MRI Alzheimer Very Mild Demented 



10 

 

2. Mild Demented 

Mild Demented merupakan jenis penyakit demensia ringan, pada tingkat ini 

umumnya seseorang sudah mulai mengalami kesulitan ketika mengingat 

informasi, kesulitan dalam menemukan kata-kata yang tepat dalam berbicara, 

penurunan kemampuan dalam perencanaan sesuatu, dan mulai terjadi 

perubahan perilaku (Alzheimer's Association, 2023). Gambar 2 menunjukkan 

kelas mild demented pada penyakit Alzheimer. 

 

Gambar 2. MRI Alzheimer Mild Demented 

3. Moderate Demented 

Moderate Demented merupakan jenis penyakit demensia sedang, gejala yang 

biasanya terjadi ketika sampai di tahap ini yaitu penurunan fungsi otak lebih 

signifikan dan mengalami lebih banyak masalah yang mempengaruhi 

kegiatan sehari-hari seseorang, seperti kesulitan dalam berbicara, kesulitan 

menyelesaikan tugas seperti mandi dan berpakaian, perubahan emosional 

yang signifikan, gangguan tidur, dan kesulitan ketika mengerjakan tugas-

tugas yang sederhana (Alzheimer's Association, 2023). Gambar 3 

menunjukkan kelas dari moderate demented pada penyakit Alzheimer. 

 

Gambar 3. MRI Alzheimer Moderate Demented 
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4. Non Demented 

Non Demented mengacu pada individu yang tidak menunjukan gejala-gejala 

serta gangguan kognitif seperti penyakit Alzheimer (Sianturi, 2021). Mereka 

memiliki kognitif serta fungsi otak yang normal sesuai dengan usia mereka. 

Beberapa karakteristiknya yaitu fungsi otak yang cendrung stabil, tidak 

mengalami kendala dalam mengerjakan aktivitas sehari-hari, dan tidak ada 

perubahan perilaku secara signifikan (Alzheimer's Association, 2023). 

Gambar 4 menunjukkan kelas non demented pada penyakit Alzheimer. 

 

Gambar 4. MRI Alzheimer Non Demented 

 

 

 

2.3  Citra Digital 

 

 

 

Citra adalah kumpulan dari elemen-elemen gambar yang merekam suatu objek atau 

adegan melalui indera visual (Sumijan dan Purnama, 2021). Pada teknologi digital 

citra tidak dapat langsung diproses dan dianalisis oleh komputer, citra harus 

direpresentasikan menjadi pixel yang memuat informasi warna kemudian 

membentuk suatu imitasi objek dan tekstur tertentu (Kirana, 2021). Menurut 

Fitriyah dan Wihandika (2021), citra digital merupakan data dua dimensi dimana 

satuan terkecilnya yaitu pixel yang memiliki informasi terkait warna dan tata letak. 

Biasanya secara umum proses tahap pengolahan citra digital yaitu konversi warna 

citra, peningkatan citra, segmentasi, representasi dan filtering (Fitriyah dan 

Wihandika, 2021).  

 

Pada awalnya, pengolahan citra digital hanya digunakan untuk mengubah gambar 

analog menjadi digital serta meningkatkan kualitas dari gambar, tetapi seiring 

waktu dan perkembangan zaman alat pendukung serta aplikasi pengolahan citra 
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menjadi lebih beragam. Pada saat ini didukung oleh kecepatan proses komputer 

yang meningkat pesat memungkinkan pengolahan dilakukan secara realtime dan 

membuat hasil citra analog dikodekan menjadi citra warna digital yang 

membuatnya mendekati warna aslinya. Menurut Asmara (2018), tipe-tipe citra yang 

sering digunakan dalam penelitian terbagi menjadi beberapa antara lain citra biner, 

citra grayscale, dan citra warna.  

 

Citra biner adalah citra yang memiliki 2 warna saja yaitu hitam dan putih, serta 

hanya membutuhkan 1-bit memori untuk merepresentasikan warnanya (Asmara, 

2018). Berbeda dengan citra biner, citra grayscale merupakan matriks data yang 

merepresentasikan setiap warna pixel dengan nilai berkisar antara 0 hingga 255, 

dengan setiap pixel membutuhkan 8-bit memori. Pada citra warna setiap pixel-nya 

memiliki tiga elemen warna yaitu merah, hijau dan biru atau sering disebut dengan 

RGB. Format file grafis menyimpan citra warna sebagai citra dengan representasi 

24-bit, yang berasal dari komponen RGB sehingga memungkinkan citra 

mempunyai 16 juta kemungkinan warna (Mandala dkk., 2021). Proses transformasi 

citra digital direpresentasikan sebagai array (matrix) yang terdiri dari nilai-nilai 

numerik 𝐹(𝑥, 𝑦). Hal tersebut merupakan bentuk representasi yang digunakan 

dalam pemrosesan di komputer, dalam bentuk persamaan representasi tersebut 

dijelaskan oleh matriks 𝐹𝑚×𝑛 Persamaan (2.1) (Gonzales dan Woods, 2018). 

𝐹(𝑥, 𝑦) = [

𝐹(0,0) 𝐹(0,1) …          𝐹(0, 𝑛 − 1)

𝐹(1,0) 𝐹(1,1) …          𝐹(1, 𝑛 − 1)
⋮

𝐹(𝑚 − 1,0)
⋮

𝐹(𝑚 − 1,1)
 ⋮

… 𝐹(𝑚 − 1, 𝑛 − 1)

]          (2.1) 

Berikut ini contoh dari citra grayscale yang mengilustrasikan proses transformasi 

dari citra grayscale kontinu menjadi citra digital berbentuk diskrit, dijelaskan pada 

Gambar 5 (Burger dan Burge, 2016). 
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Gambar 5. Ilustrasi Transformasi Citra Digital (Burger dan Burge, 2016) 

 

Dari ilustrasi di atas menjelaskan terkait dengan transformasi dari sebuah citra 

grayscale F(x,y) menjadi bentuk citra digital diskrit I(u,v). Dengan mengasumsikan 

gambar persegi panjang dengan ukuran sebuah gambar ditentukan secara langsung 

dari lebar M (jumlah kolom) dan tinggi N (jumlah baris) dari matriks citra I (Burger 

dan Burge, 2016). Informasi dari setiap warna tersebut direpresentasikan dari nilai 

pixel yang secara praktis selalu berupa nilai biner dengan panjang k, menurut 

(Burger dan Burge, 2022) nilai k tersebut merupakan kedalaman bit yang 

menginformasikan tata letak dan intensitas yang tepat dari setiap pixel.  Nilai dari 

tingkat kedalaman intensitas k dari citra grayscale berdasarkan tipe dan 

kegunaannya dapat dilihat pada Tabel 2. 

  

Tabel 2. Intensitas Citra Grayscale 

Kernel Bits/Pixel Rentang Digunakan 

1 

1 

1 

1 

1 

1 

8 

12 

14 

16 

[0, 1] 

[0, 255] 

[0, 4095] 

[0, 16383] 

[0, 65535] 

Gambar Biner : dokumen, ilustrasi, fax 

Umum : poto, scan, print 

Kualitas Tinggi : poto, scan, print 

Profesional: photo, scan, print 

Kualitas Tertinggi : obat-obatan, astronomi 
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2.4 Klasifikasi dalam Machine Learning 

 

 

 

Di dalam konteks machine learning sendiri, teknik klasifikasi merujuk pada 

penggunaan algoritma pembelajaran mesin untuk menggolongkan atau 

mengategorikan data ke dalam kelas atau kelompok tertentu berdasarkan fitur atau 

atribut tertentu (Bachtiar dkk., 2019). Tujuan dari klasifikasi sendiri yaitu untuk 

memprediksi kelas ataupun label dari suatu objek yang belum diketahui dengan 

membuat suatu model atau fungsi yang bisa membedakan kelas data (Ninditama 

dkk., 2021).  

 

Bidang machine learning secara umum dapat dikelompokkan ke dalam tiga 

kategori utama yaitu supervised learning, unsupervised learning, dan 

reinforcement learning (Abijono dkk., 2021). Metode supervised learning adalah 

metode klasifikasi dengan setiap data dalam kumpulan data telah diberi label, dan 

tujuannya adalah untuk mengklasifikasikan kelas-kelas yang tidak diketahui 

berdasarkan pola yang dipelajari dari data yang sudah diberi label (Roihan dkk., 

2020). Tujuan dari klasifikasi supervised yaitu dengan menggunakan contoh data 

pelatihan untuk merancang pengklasifikasian yang dapat digunakan untuk 

memprediksi contoh data baru secara akurat (Sarker, 2021). 

 

Berbeda dengan metode supervised, teknik unsupervised learning tidak bergantung 

dari kesamaan karakteristik pada contoh-contoh yang telah diberi label sebelumnya, 

dan teknik unsupervised learning sering disebut clustering karena tidak 

memerlukan pemberian label pada data, dan hasilnya tidak mengidentifikasi data 

berada dalam kelas yang telah ditentukan sebelumnya (Roihan dkk., 2020). 

Sedangkan metode reinforcement learning adalah jenis algoritma pembelajaran 

mesin yang memungkinkan perangkat lunak dan mesin untuk secara otomatis dapat 

menilai perilaku optimal dalam suatu konteks atau lingkungan tertentu guna 

meningkatkan efisiensinya (Sarker, 2021). 
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2.5 Augmentasi 

 

 

Augmentasi merupakan strategi yang memungkinkan peningkatan signifikan pada 

keragaman dari data yang tersedia untuk model pelatihan tanpa perlu 

mengumpulkan data baru (Ho dkk., 2019). Teknik augmentasi data yang dilakukan 

ini seperti pemotongan, penerjemahan, pencerminan yang biasanya digunakan 

untuk melatih model deep neural network (DNN) dan diilustrasikan pada Gambar 

6 berikut (Sanjaya dan Ayub, 2020).  

 

Gambar 6. Ilustrasi Teknik Augmentasi (Sanjaya dan Ayub, 2020) 

Teknik ini mengubah data seperti gambar untuk meningkatkan keragaman datanya, 

dan ini menunjukkan kinerja yang sangat baik dalam tugas seperti klasifikasi 

gambar (Alomar dkk., 2023). Terdapat pertimbangan utama ketika menerapkan 

teknik ini yaitu dalam pemilihan fungsi atau teknik augmentasi yang akan 

digunakan, karena apabila dilakukan secara berlebihan akan mempengaruhi lama 

waktu dalam pemrosesan gambar (Alomar dkk., 2023). 

 

 

 

2.6 Artificial Neural Network 

 

 

Artificial Neural Network (ANN) adalah model pengelola informasi yang mirip dan 

mencoba untuk menyimulasikan fungsi sistem saraf biologis otak manusia 

(Abiodun dkk., 2018). Setiap neuron dapat terhubung dan berkomunikasi dengan 

satu sama lain melalui akson yang berfungsi sebagai koneksi penghubung, ilustrasi 

yang menggambarkan neuron dapat dijelaskan pada Gambar 7 berikut. 
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Gambar 7. Ilustrasi Neuron pada Artificial Neural Network 

 

Neuron-neuron tersebut saling terhubung, memungkinkannya untuk dapat saling 

mengirimkan sinyal satu sama lain, mirip dengan koneksi sinapsis dalam otak 

biologis manusia (Mijwil, 2021). Menurut Mijwil (2021), kekuatan koneksi ANN 

yang dikenal sebagai bobot, disesuaikan selama proses pembelajaran, 

memungkinkan jaringan untuk belajar dari data input dan meningkatkan kinerjanya 

dari waktu ke waktu. Penjelasan terkait rumus dari pembobotan model ANN dapat 

diuraikan pada Persamaan (2.2) (Aggarwal, 2023) : 

𝑦(𝑘) = 𝐹(∑ 𝑤𝑖(𝑘) ∙ 𝑥𝑖(𝑘) + 𝑏𝑚
𝑖=0 )                                 (2.2) 

Keterangan : 

𝑥𝑖(𝑘) = adalah nilai input dalam waktu k dimana i dari 0 hingga ke m, 

𝑤𝑖(𝑘) = adalah nilai bobot dalam waktu k dimana i dari 0 hingga ke m, 

𝑦𝑖(𝑘) = adalah nilai output dalam waktu k, 

𝐹       = adalah fungsi transfer, 

𝑏        = adalah bias. 

 

 

Struktur di dalam lapisan ANN terdapat lebih dari satu lapisan komputasi, yang 

pada umumnya terdiri dari lapisan input, tersembunyi dan output (Mijwil, 2021). 

Menurut Aggarwal. (2023), setiap lapisan tersebut saling terhubung untuk 

melakukan pemrosesan data, Adapun lapisan pada ANN sebagai berikut : 

a. Lapisan Input 

Merupakan lapisan awal pada ANN yang mentransmisikan data ke lapisan 

selanjutnya yaitu lapisan tersembunyi yang kemudian akan dilakukan 

pemrosesan dan semua komputasi sepenuhnya terlihat oleh pengguna 

(Aggarwal, 2023). Jumlah neuron dalam lapisan ini biasanya menyesuaikan 

jumlah fitur ataupun atribut pada data. 
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b. Lapisan Tersembunyi 

Lapisan Tersembunyi adalah lapisan perantara antara lapisan input dan 

lapisan output yang berisi kumpulan neuron-neuron kecil yang melakukan 

pemrosesan data (Uzair dan Jamil, 2020). Jumlah lapisan tersembunyi dalam 

ANN biasanya beragam dan memiliki banyak neuron di dalamnya.  

c. Lapisan Output 

Merupakan lapisan akhir dari jaringan ANN memiliki hubungan langsung 

dengan kompleksitas masalah atau tugas yang dilakukan (Uzair dan Jamil, 

2020). Biasanya jumlah neuron pada lapisan ini bergantung pada tugas yang 

dilakukan seperti klasifikasi, regresi, dan lainnya. 

 

 

2.7 Deep Learning 

 

 

Faktor kesulitan utama dalam banyak penerapan kecerdasan buatan adalah 

banyaknya jumlah faktor yang bervariasi dalam mempengaruhi setiap bagian data 

yang diamati pada suatu objek data (Bengio dkk., 2021). Sebagai contoh, pixel dari 

gambar mobil berwarna navy akan terlihat sangat mirip dengan warna hitam saat 

berada di kondisi malam hari. Hal ini menjadi permasalahan dalam pembelajaran 

representasi. Untuk mengatasi permasalahan tersebut deep learning memberikan 

solusi dalam pembelajaran representasi dengan memperkenalkan representasi yang 

diekspresikan dalam bentuk yang lebih sederhana. Deep learning memungkinkan 

komputer untuk mengembangkan konsep yang kompleks dari konsep-konsep 

sederhana.  

 

Deep Learning merupakan aspek dari ANN yang memanfaatkan banyak lapisan 

dan bertujuan untuk melakukan tugas machine learning yang digunakan manusia 

untuk mendapatkan pengetahuan tertentu (Choldun R dan Surendro, 2018). Contoh 

dasar dari model Deep Learning adalah multilayer perceptron (MLP). MLP adalah 

salah satu jenis arsitektur ANN. Konsep MLP adalah fungsi matematika yang 

memetakan sekumpulan nilai input ke nilai output. Arsitektur Deep Learning di 

representasikan pada Gambar 8 sebagai berikut. 
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Gambar 8. Ilustrasi Representasi Deep Learning (Bengio dkk., 2021) 

Berdasarkan Gambar 8 dapat diketahui bahwa setiap representasi dari suatu data 

gambar diwakili oleh neuron. Pada lapisan pertama, pixel lapisan tersebut dapat 

mengidentifikasi tepi dari gambar, selanjutnya pada lapisan kedua dapat dengan 

mudah untuk menentukan sudut ataupun kontur yang diperluas dan dapat dikatakan 

sebagai kumpulan tepi. Representasi dari lapisan kedua maka lapisan ketiga dapat 

mendeteksi seluruh bagian pada suatu objek tertentu ketika menemukan kumpulan 

tepi dan kontur tertentu. Sehingga pada akhirnya representasi gambar yang 

dihasilkan dapat digunakan untuk mengenali objek yang ada di dalam suatu data 

gambar (Bengio dkk., 2021). 

 

Kemampuan deep learning dalam menganalisis data yang kompleks membuatnya 

sangat berguna dibandingkan dengan algoritma lain seperti machine learning yang 

lebih banyak melakukan penekanan pada rekayasa dan seleksi fitur yang penting 

untuk digunakan. Penerapan deep learning telah menjangkau banyak bidang seperti 

bidang medis, ekonomi, dan social. Contoh aplikasi penerapan deep learning 

seperti pendeteksian objek, prediksi harga saham, klasifikasi suatu penyakit, dan 

lainnya. Beberapa algoritma dalam deep learning seperti vision transformer (ViT). 

Arsitektur ViT merupakan salah satu jenis arsitektur yang telah mencapai kinerja 

memuaskan dalam menyelesaikan tugas computer vision seperti klasifikasi citra, 

segmentasi, object detection, dan lainnya (Gheflati dan Rivaz, 2021). 

 

 

 

 



19 

 

2.8 Vision Transformer 

 

 

 

Kesuksesan transformer dalam pengolahan data di Natural Language Processing 

(NLP), membuka inspirasi untuk perluasan ke tugas-tugasnya di computer vision. 

Fitur utama dari transformer yaitu mekanisme self-attention yang membantu model 

untuk mempelajari hubungan antar kata atau bagian dari data dalam urutan yang 

sama. Hal ini memungkinkan model untuk “memperhatikan” atau “memahami” 

ketergantungan yang berbeda antara elemen dalam urutan data (Vaswani dkk., 

2023). Belum lama ini mekanisme berbasis perhatian seperti transformer telah 

berhasil diterapkan ke berbagai tugas computer vision sebagai vision transformer 

(ViT) (Dosovitskiy dkk., 2020). ViT adalah salah satu jenis arsitektur dalam deep 

learning dengan fokus utama pengolahan citra yang saat ini sedang dikembangkan 

dan baru-baru ini sukses diterapkan ke dalam tugas computer vision seperti 

klasifikasi citra (Zhou dkk., 2021).  

 

Beberapa tugas di Computer Vision seperti pengenalan gambar, deteksi objek, 

segmentasi, sintesis gambar teks, dan menjawab pertanyaan visual ViT telah 

mencapai kinerja yang setara atau dapat dikatakan lebih baik dibandingkan dengan 

model CNN yang sudah ada sebelumnya dan bertahan cukup lama dalam mengelola 

citra (Khan dkk., 2022). Sumber kekuatan dari ViT dan transformer pada umumnya 

berasal dari mekanisme attention dan variasi parameter seperti banyaknya lapisan 

encoder, dimensi yang tidak terlihat, dan jumlah head attention. Struktur model 

Vision Transformer di ilustrasikan pada Gambar 9 sebagai berikut. 

 

Gambar 9. Model Vision Transformer (Dosovitskiy dkk., 2021)  
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Gambar 9 menggambarkan terkait struktur dari arsitektur Vision Transformer, dan 

secara umum ViT terbagi ke dalam 3 proses utama yaitu penyisipan patching 

dengan positional embedding dari gambar yang telah di-patching sebelumnya, 

kemudian dilakukan transformasi encoder, dan classification head dengan MLP. 

Proses input gambar yang dilakukan dalam arsitektur ViT akan dipecah atau 

dilakukan splitting menjadi patch-patch kecil biasanya tiap patch berukuran 

16 × 16 kemudian diratakan secara linear (Dosovitskiy dkk., 2020). Setelah melalui 

proses patch embedding dilakukan pemberian token input atau penyematan 

positional embedding sehingga dapat diproses pada tahap transformasi encoder. 

Proses selanjutnya yaitu pada lapisan Multilayer Perceptron (MLP) dilakukan 

serangkaian proses untuk mendapatkan klasifikasi. 

 

 

2.8.1 Patch Embeddings 

 

 

Patch embeddings merupakan salah satu konsep penting dalam arsitektur ViT. Hal 

ini melibatkan proses mengubah gambar menjadi patch dan direpresentasikan 

dalam vektor, yang memungkinkan ViT untuk memproses gambar menjadi urutan 

token menggunakan pendekatan berbasis transformer (Dosovitskiy dkk., 2020). 

Pada ViT, patch merupakan konsep terkait dengan pemrosesan citra dengan ukuran 

yang tersegmentasi atau dipecah menjadi bagian-bagian kecil. Pada arsitektur ini, 

input gambar diubah menjadi bentuk patch-patch kecil yang disusun secara linear 

dan tidak bertumpuk (Dosovitskiy et al., 2020). Input gambar dibagi menjadi 

sebanyak n patch dan dihitung dengan Persamaan (2.3) berikut (Dosovitskiy dkk., 

2020): 

𝑛 =
ℎ𝑤

ℎ𝑝𝑤𝑝
                                                            (2.3) 

dengan (ℎ, 𝑤) merupakan ukuran atau resolusi dari input gambar dan height (ℎ) 

adalah tinggi gambar, dengan width (𝑤) adalah lebar gambar, dimana (ℎ𝑝𝑤𝑝) 

adalah resolusi dari setiap patch gambar dengan ukuran persegi 𝑚 × 𝑚, dan n 

adalah jumlah patch yang terbentuk (Dosovitskiy dkk., 2020). Input dipartisi 

menjadi bagian yang tidak tumpang tindih, kemudian diratakan menjadi vektor 
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satu dimensi, dan diproyeksikan ke dalam ruang fitur beridimensi tinggi 

menggunakan lapisan linear dengan dimensi embedding D (A. Khan dkk., 2023). 

Pendekatan ini dapat memungkinkan arsitektur ViT untuk mempelajari 

ketergantungan antar patch yang berbeda dapat dijelaskan pada Persamaan (2.4) 

berikut (A. Khan dkk., 2023). 

𝑿𝑝𝑎𝑡𝑐ℎ
𝑵 × 𝑫 = 𝑅(𝑰𝑖𝑚𝑎𝑔𝑒

𝐴×𝐵×𝐶)                                                (2.4) 

dengan input Gambar I image dengan ukuran 𝐴 × 𝐵 × 𝐶, dan R() merupakan fungsi 

pembentukan untuk menghasilkan jumlah n patches dengan ukuran D = 𝑃 × 𝑃 × 𝐶 dan 

C merupakan jumlah channels serta P merupakan patch size (Khan dkk., 2023). 

 

 

 

2.8.2 Positional Embeddings 

 

 

 

Pada ViT, konsep positional embeddings merupakan representasi vektor yang 

ditambahkan menjadi tiap-tiap token atau elemen dalam urutan data seperti patch 

gambar untuk memberikan informasi terkait dengan posisi atau urutan relatif dari 

setiap elemen dalam data (Vaswani dkk., 2023). Positional embeddings tersebut 

diperlukan karena ViT tidak memiliki struktur yang memperhitungkan urutan 

alamiah dalam input gambar yang dimasukkan. Transformer melihat patch gambar 

yang telah disematkan sebagai satu kumpulan patch tanpa mengetahui urutannya.  

 

Sebelum urutan dari patch-patch dimasukkan ke dalam encoder, setiap patch 

diproyeksikan secara linear menjadi vektor model dimensi D menggunakan matriks 

embeddings yang telah dipelajari. Kemudian representasi yang telah disematkan 

digabungkan dengan token klasifikasi (𝑋𝑐) yang diperlukan untuk menyelesaikan 

tugas klasifikasi. Untuk mempertahankan pengaturan spasial patch sebagaimana 

ditunjukkan pada Gambar 9, informasi posisi 𝐸𝑝𝑜𝑠 patch harus dikodekan dan 

dimasukkan ke representasi patch. Hasil urutan embeddings dari patches dengan 

token 𝑧0 diberikan dengan Persamaan (2.5) berikut (Bazi dkk., 2021) : 
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          𝑧0 = [𝑉𝑐𝑙𝑎𝑠𝑠; 𝑋1𝐸; 𝑋2𝐸;… ; 𝑋𝑛𝐸] + 𝐸𝑝𝑜𝑠,                           (2.5) 

𝐸 ∈ ℝ(𝑝2𝑐)×𝐷𝐸𝑝𝑜𝑠 ∈ ℝ(𝑛+1)×𝐷 

dengan 𝑉𝑐𝑙𝑎𝑠𝑠 merupakan one hot encoding untuk matriks token yang dibuat oleh 

komputer, 𝑋𝑛 mewakili patch ke-n dalam bentuk matriks, sedangkan E adalah 

matriks embeddings atau representasi patch, dan 𝐸𝑝𝑜𝑠 adalah position enconding 

yang berbentuk matriks. Selanjutnya pengkodean dari masing-masing posisi yang 

diberikan oleh fungsi sinus dan cosinus, hal ini dilakukan untuk mendapatkan posisi 

dari nilai pengkodean pada frekuensi berbeda yang dapat dijelaskan pada 

Persamaan (2.6) dan (2.7) (Al-hammuri dkk., 2023). 

         𝑃(𝑥, 2𝑗) = 𝑠𝑖𝑛 (
𝑥

10000
2𝑗
𝑑

  
) , 𝑑𝑒𝑛𝑔𝑎𝑛 − 1 ≤ 𝑃(𝑥, 2𝑗 + 1) ≤ 1                        (2.6) 

𝑃(𝑥, 2𝑗 + 1) = 𝑐𝑜𝑠 (
𝑥

10000
2𝑗
𝑑

  
) , 𝑑𝑒𝑛𝑔𝑎𝑛 − 1 ≤ 𝑃(𝑥, 2𝑗 + 1) ≤ 1                        (2.7) 

dengan P adalah positional encoding, d merupakan vektor dimensi penyisipan 

output, x adalah posisi objek dalam urutan input dengan nilai skalar yang telah 

ditetapkan yaitu 10.000, dan j untuk pemetaan ke indeks kolom dengan 0 ≤ j ≤
d

2
 

 

 

 

2.8.3 Transformer Encoder 

 

 

 

Hasil dari output patch adalah 𝑧0 yang akan diteruskan ke transformer encoder. 

Ilustrasi terkait transformer encoder terdapat pada Gambar 10 berikut ini : 

 

Gambar 10. Transformer Encoder (Dosovitskiy dkk., 2021)  
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Gambar 10 merupakan ilustrasi dari transformer encoder, terdapat beberapa 

komponen utama yang membentuk lapisan transformer encoder yaitu blok 

multihead self-attention (MSA) (Vaswani dkk., 2023). Lapisan MSA memiliki 

Persamaan (2.8) sebagai berikut:  

𝑍ℓ
′ = 𝑀𝑆𝐴(𝐿𝑁(𝑍ℓ−1)) + 𝑍ℓ−1,dan ℓ = 1,2,3, … , 𝑛                 (2.8) 

(Bazi dkk., 2021) 

 

dengan blok multilayer perceptron (MLP) yang saling terhubung terlihat pada 

Persamaan (2.9). Blok terakhir dari arsitektur ViT biasanya terdiri dari lapisan 

dense dengan fungsi aktivasi GeLU. Masing-masing dua komponen utama encoder 

menggunakan koneksi residual skip dan didahului oleh lapisan normalization (LN) 

dapat diuraikan pada Persamaan (2.9) (Bazi dkk., 2021). 

𝑍ℓ = 𝑀𝐿𝑃(𝐿𝑁(𝑍ℓ
′)) + 𝑍ℓ,

′ dan ℓ = 1,2,3, … , 𝑛                   (2.9)         

 

 

 

2.8.4 Self Attention 

 

 

 

Pada lapisan self-attention vektor input pertama-tama diubah menjadi tiga vektor 

yang berbeda yang teridiri dari query (Q), key (K), dan value (V) dengan dimensi 

𝑑𝑞 = 𝑑𝑘 = 𝑑𝑣 = 𝑑𝑚𝑜𝑑𝑒𝑙 = 512 (Han dkk., 2023). Vektor-vektor yang berasal dari 

input yang berbeda tersebut kemudian digabungkan menjadi tiga matriks yang 

berbeda yaitu Q, K, dan V. Selanjutnya, fungsi-fungsi self-attention antara vektor-

vektor input yang berbeda tersebut dihitung dan di ilustrasikan pada Gambar 11 

berikut. 

 
Gambar 11. Self-attention (Han dkk., 2023)  
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Gambar 11 mengilustrasikan bahwa vektor-vektor tersebut dihitung dengan 

menggunakan operasi matrix multiplication (MatMul) antara Q dan seluruh K, 

kemudian hasil yang didapatkan dibagi masing-masing dengan 𝑆/√𝑑𝑘 untuk 

menormalisasikan nilai guna menstabilkan gradients untuk meningkatkan proses 

pelatihan. Selanjutnya pengaplikasian fungsi aktivasi softmax untuk mendapatkan 

bobot pada nilai. Pada prosesnya, fungsi attention dihitung secara simultan dengan 

kumpulan query yang dikemas bersamaan dalam matriks Q, key dan value dikemas 

bersama dalam matriks K dan V.  

 

Proses perhitungan matriks Q, K, dan V diperoleh dengan melakukan transformasi 

linear pada 𝑍 dalam Persamaan (2.5), yang dapat dijelaskan pada Persamaan (2.10), 

(2.11), dan (2.12) berikut (Fan dkk., 2021), 

𝑄 = 𝑊𝑞𝑍                                                       (2.10) 

 

𝐾 = 𝑊𝑘𝑍                                                       (2.11) 

 

𝑉 = 𝑊𝑣𝑍                                                        (2.12) 

dengan 𝑊𝑞 ,𝑊𝑘,dan 𝑊𝑣 merupakan bobot transformasi linear yang pada umumnya 

terdiri dari angka kecil, diinilisasi secara random menggunakan distribusi yang 

sesuai seperti distribusi Gaussian, Xavier, dan Kaiming serta dilakukan sekali 

sebelum pelatihan dilakukan. Proses perhitungan matriks output dapat 

diformulasikan pada Persamaan (2.13) (Han dkk., 2023) 

𝐴𝑡𝑡𝑒𝑛𝑡𝑖𝑜𝑛 (Q, K, V) = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥 (
Q ∙ KT

√𝑑𝑘

) ∙ V                        (2.13) 

 

 

 

2.8.5 Multi Head Attention 

 

 

 

Multi Head Attention adalah suatu mekanisme yang biasanya digunakan untuk 

meningkatkan kinerja dari lapisan self attention. Dengan menggunakan multi head 

attention akan membuka batasan kemampuan dari model untuk fokus terhadap 

beberapa tugas lain (Han dkk., 2023). Struktur dari Multi Head Attention dapat 

diilustrasikan pada Gambar 12 sebagai berikut. 



25 

 

 
 

Gambar 12. Multi Head Attention (Han dkk., 2023)  

Berdasarkan Gambar 12 dari ilustrasi struktur Multi Head Attention, dapat 

dijelaskan bahwa query (Q), key (K), dan value (V) diproyeksikan secara linear 

sebanyak h kali dengan proyeksi berbeda yang dipelajari masing-masing dalam 

dimensi 𝑑𝑞 , 𝑑𝑘 , dan 𝑑𝑣. Kemudian setiap masing-masing Q, K, dan V yang 

diproyeksikan fungsi attention selanjutnya dijalankan secara parallel dan 

menghasilkan output dimensi 𝑑𝑣 −dimensional. Hasil dari fungsi attention yang 

dijalankan secara paralel pada masing-masing query, key, dan value yang 

diproyeksikan ini, kemudian digabungkan dan sekali lagi diproyeksikan sehingga 

menghasilkan output akhir seperti terlihat pada Gambar 12 (Vaswani dkk., 2017). 

Multi head attention memungkinkan arsitektur untuk secara bersama-sama 

memperhatikan informasi dari representasi yang berbeda dalam subruang dan pada 

posisi yang berbeda-beda dengan satu attention head diuraikan pada Persamaan 

(2.14) dan (2.15) berikut (Vaswani dkk., 2023),  

MultiHead (Q,K,V ) = Concat(head1, head2, …, headh) ∙ 𝑊𝑜            (2.14) 

                 dengan headi = Attention(Q𝑊𝑖
𝑄 , 𝐾𝑊𝑖

𝐾, 𝑉𝑊𝑖
𝑉)                              (2.15)                                                   

proyeksi merupakan matriks parameter 𝑊𝑖
𝑄 ∈ ℝ𝑑𝑚𝑜𝑑𝑒𝑙×𝑑𝑘 ,𝑊𝑖

𝐾 ∈ ℝ𝑑𝑚𝑜𝑑𝑒𝑙×𝑑𝑘 ,𝑊𝑖
𝑉 ∈

ℝ𝑑𝑚𝑜𝑑𝑒𝑙×𝑑𝑣 , dan 𝑊𝑖
𝑂 ∈ ℝℎ𝑑𝑣×𝑑𝑚𝑜𝑑𝑒𝑙 . 
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2.8.6 Lapisan Normalization 

 

 

 

Menurut Figo dkk. (2023), menyatakan bahwa Lapisan Normalization merupakan 

suatu teknik untuk mengurangi penggunaan sumber daya dan waktu untuk 

menyelesaikan pelatihan dalam arsitektur deep learning. Teknik ini mencoba untuk 

mengurangi penggunaan sumber daya dan waktu pelatihan dengan mengurangi 

nilai inputan menggunakan rata-rata dan standar deviasi. Lapisan Normalization 

juga memainkan peran penting dalam kesuksesan transformers, pada lapisan 

transformers ini ditempatkan diantara residual blok atau setelah sub-lapisan dan 

biasa disebut dengan Post Layer Normalization (Post-LN) yang diilustrasikan pada 

Gambar 13 (a), berbeda dengan Post-LN, pada Pre Layer Normalization (Pre-LN) 

lapisan normalization ini diletakkan sebelum sub-lapisan residual blok yang dapat 

dijelaskan pada Gambar 13 (b) (Wang dkk., 2019). Arsitektur ini telah mencapai 

kinerja state-of-the-art dalam menyelesaikan berbagai tugas machine learning 

(Xiong dkk., 2020).  

 

Gambar 13 Ilustrasi (a) Lapisan Post-LN; (b) Lapisan Pre-LN (Xiong dkk., 2020). 

Persamaan (2.16) merupakan persamaan yang berisi rumus dalam menghitung 

lapisan normalization (Figo dkk., 2023) : 

𝑥𝑖,𝑘
′ =

𝑥𝑖,𝑘 − 𝜇𝑖

√𝜎𝑖
2 + 𝜀

                                                (2.16) 

Keterangan : 

𝑥𝑖,𝑘 = Nilai inputan atau vektor 

𝜇𝑖 = Rata-rata nilai inputan  
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𝜎𝑖
2 = Standar deviasi nilai inputan 

𝜀 = Denominator 

 

 

 

2.8.7 Multilayer Perceptron Head (MLP Head) 

 

 

 

Pada lapisan terakhir dari arsitektur ViT yaitu classification head 

mengimplementasikan Multi Layer Perceptron (MLP) dengan satu lapisan 

tersembunyi pada saat pre-training dengan satu lapisan linear pada waktu fine-

tuning (Dosovitskiy dkk., 2020). Lapisan ini berfungsi untuk menggabungkan hasil 

representasi yang telah diekstraksi dari setiap blok-blok transformer sebelumnya 

dalam ViT dan informasi yang didapat akan diintegrasikan menjadi representasi 

global yang dapat digunakan untuk tugas klasifikasi (Qayyum dkk., 2022).  

 

Fitur-fitur hasil pemrosesan transformer encoder diumpankan ke dalam satu lapisan 

MLP yang memberikan vektor tersembunyi dapat dijelaskan pada Persamaan (2.8). 

Vektor ini merupakan integrasi dari urutan fitur dengan menerapkan attention 

sebelumnya (Hafiz dkk., 2021). Pada lapisan ini akan dilakukan pemrosesan dari 

hasil output transformer encoder untuk menyelesaikan berbagai tugas prediksi 

(Parvaiz dkk., 2023).  

 

 

 

2.8.8 Fungsi Aktivasi 

 

 

 

Fungsi aktivasi secara khusus digunakan di dalam ANN untuk mengubah sinyal 

input menjadi sinyal output yang pada gilirannya diteruskan sebagai input ke 

lapisan berikutnya (Sharma dkk., 2020). Menurut Hao dkk. (2020), tujuan dari 

fungsi aktivasi adalah untuk memungkinkan jaringan saraf dapat mempelajari dan 

memodelkan hubungan yang kompleks antara input dan output data, sehingga dapat 

meningkatkan akurasi dari model. Fungsi aktivasi ini tidak ada pada neuron di 

lapisan input, hanya terdapat pada neuron di lapisan tersembunyi dan lapisan 
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output. Transformasi non-linear yang ada pada fungsi aktivasi digunakan untuk 

mempelajari pola yang kompleks dalam data. Beberapa fungsi aktivasi yang 

biasanya digunakan di dalam deep learning sebagai berikut : 

1. Fungsi Aktivasi Sigmoid 

Sigmoid merupakan fungsi aktivasi yang paling banyak digunakan karena 

merupakan fungsi non-linear. Menurut Sharma dkk. (2020) fungsi sigmoid 

mengubah nilai dalam rentang 0 hingga 1. Bentuk dari sigmoid direpresentasikan 

sebagai Persamaan (2.17) dan Gambar 14 sebagai berikut :  

𝑓𝑠𝑖𝑔𝑚𝑜𝑖𝑑(𝑥) =
1

𝑒−𝑥
                                          (2.17)  

Keterangan : 

𝑥 = Nilai inputan, dimana 𝑥 ∈ ℝ 

𝑒−𝑥 = Eksponensial dari −𝑥, dengan 𝑒 bernilai 2.7182.. 

 

Gambar 14. Fungsi Aktivasi Sigmoid (Sharma dkk., 2020) 

2. Fungsi Aktivasi Rectified Linear Unit (ReLU) 

Fungsi aktivasi ReLU merupakan fungsi aktivasi non-linear dan merupakan salah 

satu fungsi aktivasi yang paling banyak digunakan dalam deep learning. 

Keuntungan dari menggunakan aktivasi ReLU adalah selama proses berjalan, tidak 

semua neuron diaktifkan secara bersamaan (Sharma dkk., 2020). Hal ini berarti 

bahwa neuron akan di non-aktifkan hanya ketika output dari transformasi linear 

adalah nol. Secara matematis fungsi ini direpresentasikan dalam persamaan (2.18) 

dan di ilustrasikan pada Gambar 15 sebagai berikut : 

𝑓𝑅𝑒𝐿𝑢(𝑥) = max(0, 𝑥)                                  (2.18) 

Keterangan : 

𝑥       = Nilai inputan, dimana 𝑥 ∈ ℝ 

max(0, 𝑥) = Fungsi yang mengembalikan nilai maksimum antara 0 dan 𝑥 
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Gambar 15. Fungsi Aktivasi ReLU (Sharma dkk., 2020) 

3. Fungsi Aktivasi Softmax 

Fungsi aktivasi softmax merupakan kombinasi dari beberapa fungsi sigmoid, seperti 

yang diketahui bahwa fungsi sigmoid menghasilkan nilai dalam rentang 0 hingga 

1, yang dapat diinterpretasikan sebagai peluang dari titik kelas tertentu. Fungsi 

aktivasi softmax secara matematis direpresentasikan sebagai Persamaan (2.19) dan 

direpresentasikan pada Gambar 16 sebagai berikut (Sharma dkk., 2020) :  

𝑓𝑗(𝑧) =
𝑒

𝑧𝑗

∑ 𝑒𝑧𝑘𝑘
                                            (2.19)   

Keterangan : 

𝑧  = Nilai inputan terdiri dari beberapa input 𝑧 = [𝑧1, 𝑧2, … , 𝑧𝑘] dan 𝑧𝑗  

                 adalah elemen ke-𝑗 dari input, dimana 𝑧 ∈ ℝ 

𝑒  = Eksponensial yang bernilai 2.7182.. 

∑ 𝑒𝑧𝑘
𝑘   = Jumlah dari eksponensial semua elemen dalam vektor 𝑧 

 

Gambar 16. Fungsi Aktivasi Softmax  

4. Fungsi Aktivasi Gaussian Error Linear Unit (GELU) 

Fungsi aktivasi GELU merupakan fungsi distribusi kumulatif Gaussian 𝑥 Φ(𝑥) 

dengan 𝑥 adalah nilai input dari neuron dikalikan dengan Φ(𝑥) yang merupakan 

hasil dari nilai distribusi kumulatif Gaussian untuk input 𝑥. Non-linear GELU 

memberi bobot pada input berdasarkan persentilnya bukan berdasarkan gerbang 
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input seperti ReLU. Akibatnya GELU dapat dianggap sebagai ReLU yang lebih 

baik (Hendrycks dan Gimpel, 2023), secara matematis GELU dapat 

direpresentasikan sebagai Persamaan (2.20) dan divisualisasikan dalam Gambar 17 

sebagai berikut (Sharma dkk., 2020) : 

                𝑓𝐺𝐸𝐿𝑈(𝑥) = 𝑥Φ(𝑥) = 𝑥 ∙
1

2
(1 + erf (

𝑥

√2
))                                          (2.20) 

                                  ≈ 𝑥.
1

2
(1 + 𝑡𝑎𝑛ℎ (√

2

𝜋
(𝑥 + 0,044715𝑥3)))                         

Keterangan : 

𝑥     = Nilai input, dimana 𝑥 ∈ ℝ 

Φ(𝑥)     = Fungsi distribusi kumulatif dari distribusi normal baku 

erf (
𝑥

√2
)  = Fungsi kesalahan (error function) 

 

Gambar 17. Fungsi Aktivasi GELU 

 

 

  

2.8.9 Adaptive Moment Estimation (Adam) Optimizer 

 

 

 

Adaptive moment estimation merupakan salah satu algoritma atau metode yang 

digunakan untuk memperbarui parameter seperti bobot ataupun learning rate 

sehingga mencapai hasil yang optimal (Syifa dan Dewi, 2022). Teknik ini 

berdasarkan pada estimasi momen orde rendah adaptif dari gradien, dan mengatur 

kecepatan pembelajaran seiring berjalannya waktu berdasarkan gradien 

sebelumnya. 
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2.9 Confusion Matrix 

 

 

 

Confusion matrix adalah representasi yang bermanfaat dan menyeluruh dari kinerja 

pengklasifikasi. Confusion matrix digunakan pada saat melakukan evaluasi model 

klasifikasi multi-kelas atau label tunggal. Setiap instance data hanya dapat dimiliki 

oleh satu kelas pada titik waktu tertentu (Krstinić dkk., 2023). Variabel respon 𝑌dan 

prediksi �̂� dianggap sebagai dua variabel acak diskrit dalam klasifikasi multikelas 

dengan asumsi nilai-nilai kelas klasifikasi. Setiap angka menunjukkan masing-

masing kelas yang berbeda. 

 

Pada umumnya, terdapat empat ukuran yang sering digunakan dalam confusion 

matrix yaitu true positive (TP), true negative (TN), false positive (FP), dan false 

negative (FP) yang dapat digunakan untuk menentukan apakah seorang pasien di 

diagnosa penyakit tertentu ilustrasi terkait dengan Confusion Matrix dapat 

dijelaskan pada Gambar 18 berikut (Hasnain dkk., 2020).  

 

Gambar 18. Ilustrasi Confusion Matrix 

True positive menjelaskan terkait prediksi penyakit dan sebenarnya penyakit, false 

positive didefinisikan sebagai prediksi menderita penyakit, akan tetapi sebenarnya 

normal, true negative menjelaskan bahwa prediksi seseorang sehat dan sebenarnya 

sehat, dan false negative menjelaskan sebagai prediksi sehat, akan tetapi sebenarnya 

menderita penyakit (Juneja dkk., 2020). Terdapat beberapa metrik evaluasi 

klasifikasi untuk menentukan kinerja metode yang digunakan diantaranya yaitu 

akurasi, sensitivitas, spesifitas, dan F1-score. Akurasi dapat didefinisikan sebagai 

tingkat kesamaan antara hasil prediksi dan nilai sebenarnya atau persentase sampel 
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yang benar dan salah dalam mengidentifikasi dan dihitung dengan menggunakan 

Persamaan (2.21), sensitivitas mengukur tingkat keberhasilan model dalam 

mengidentifikasi data berlabel positif dengan benar dengan menggunakan 

Persamaan (2.22), sedangkan spesifitas merupakan kebalikan dari senstivitas yaitu 

mengukur tingkat keberhasilan model dalam mengidentifikasi data berlabel negatif 

dengan benar dan dapat dihitung menggunakan Persamaan (2.23), dan yang terakhir 

yaitu F1-Score adalah ukuran metriks dengan menghitung rata-rata harmonik  dari 

presisi dan recall diformulasikan pada Persamaan (2.24) (Xhumari dan Haloci, 

2023).  

𝐴𝑘𝑢𝑟𝑎𝑠𝑖 =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
  100%                                         (2.21) 

𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑎𝑠 =
𝑇𝑃

(𝑇𝑃 + 𝐹𝑁)
 100%                                            (2.22) 

𝑆𝑝𝑒𝑠𝑖𝑓𝑖𝑡𝑎𝑠 =
𝑇𝑁

(𝑇𝑁 + 𝐹𝑃)
 100%                                            (2.23) 

𝐹1 − 𝑆𝑐𝑜𝑟𝑒 =
2𝑇𝑃

2𝑇𝑃 + 𝐹𝑃 + 𝐹𝑁
                                             (2.24) 

(Krstinić dkk., 2023) 

Nilai dari akurasi, sensitivitas, spesifitas, dan F1-score di kelompokkan ke dalam 

beberapa kategori yang dirangkum pada Tabel 3, 

Tabel 3 Kategori Nilai Kinerja Model Arsitektur (Mishra dkk., 2016) 

Nilai Kinerja (%) Kategori 

> 90 

81-90 

71-80 

61-70 

< 60 

Sangat baik 

Baik 

Cukup 

Kurang Baik 

Gagal 

Pada Tabel 3 kategori nilai kinerja dinilai sangat baik apabila nilai kinerjanya 

mencapai di atas 90%, untuk kategori baik ketika mencapai nilai 81-90%, kinerja 

dianggap cukup ketika mendapatkan nilai di antara 71-80%. Sementara apabila 

nilai kinerja berada di antara 61-70% dianggap model tersebut kurang baik, dan 

jika di bawah 60% maka dikategorikan sebagai gagal. 



 

 

 

 

 

 

III. METODOLOGI PENELITIAN 

 

 

 

 

3.1  Waktu dan Tempat Penelitian 

 

 

 

Waktu dan tempat dilaksanakannya penelitian ini sebagai berikut : 

a. Tempat Penelitian 

Penelitian ini dilaksanakan secara studi literatur di Jurusan Matematika, Fakultas 

Matematika dan Ilmu Pengetahuan Lampung. Dengan lokasi bertempat di Jl. Prof 

Dr.Soemantri Brojonegoro No.1, Gedong Meneng, Bandar Lampung, Lampung. 

 

b. Waktu Penelitian 

Waktu penelitian dilaksanakan pada semester ganjil tahun akademik 2023/2024, 

tepatnya pada bulan Oktober 2023. Pada penelitian ini dibagi menjadi tiga tahapan, 

tahap pertama yaitu studi literatur terkait topik dan tema penelitian yang dilakukan, 

dilanjutkan dengan pengumpulan data terkait serta penyusunan draft proposal 

penelitian. Tahap kedua yaitu tahap lanjutan dari penelitian, pada tahap ini mulai 

dilakukan pengerjaan program dari exploratory data analysis, pre-processing data, 

serta membangun model yang akan dilakukan training dengan beberapa kombinasi 

parameter berbeda dan melakukan training model terhadap parameter terbaik yang 

digunakan. Tahap ketiga adalah penyusunan hasil penelitian dan kesimpulan dari 

penelitian yang telah dilakukan dalam bentuk draf untuk disampaikan pada seminar 

hasil.  
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3.2  Alat Penelitian 

 

 

 

Perangkat yang digunakan dalam penelitian ini adalah laptop dengan merek ASUS 

VivoBook X415 dengan tipe 64-bit operating system, x64-based processor. 

Alat yang digunakan untuk digunakan dalam penelitian ini adalah sebagai berikut:  

a. Perangkat Keras (Hardware) 

• Processor : Intel Core i3 Gen 11Th dengan Intel UHD Graphics  

• Memori    : SSD 512 GB  

• RAM        : 12 GB  

b. Perangkat Lunak (Software) 

• Sistem Operasi Personal Computer Windows 11 

• Google Colab dan Kaggle Notebooks dengan menggunakan T4 GPU 

dengan package sebagai berikut : 

1. Numpy (1.23.5)         : Digunakan untuk operasi numerik dan  

                                            manipulasi array pada data. 

2. Pandas (1.5.3)              : Digunakan untuk manipulasi data dan membuat  

                                            dataframe. 

3. TensorFlow (2.15.0)  : Digunakan untuk membangun arsitektur dari    

                                             model dan proses pengolahan data seperti  

                                              augmentasi. 

4. PIL (9.4.0)          : Digunakan untuk manipulasi gambar. 

5. OS(3.10.12)          : Digunakan untuk memanipulasi direktori. 

6. Torch (2.1.0+cu121)   : Untuk membangun model deep learning. 

7. Sklearn (1.2.2)            : Digunakan untuk splitting dataset. 

8. Transformers (4.35.2) : Digunakan untuk membangun model ViT. 

9. Matplotlib (3.7.1)        : Digunakan untuk membuat visualisasi seperti  

                                              grafik dan plot. 

10. Seaborn (0.12.2)          :Digunakan untuk membuat visualisasi  

                                             Confusion Matrix. 
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3.3 Data Penelitian 

 

 

 

Data yang digunakan dalam penelitian ini merupakan data citra yang diakses secara 

online melalui https://www.kaggle.com/datasets/arjunbasandrai/medical-scan-

classification-dataset yang bersumber dari Alzheimer’s Disease Neuroimaging 

Initiative (ADNI). Merupakan kumpulan data dari website Kaggle yang berisi data 

citra hasil MRI mengenai penyakit Alzheimer. Kumpulan data ini terdiri dari 8000 

citra MRI otak manusia yang dikategorikan menjadi 4 kelas yaitu non demented, 

mild demented, very mild demented, dan moderate demented. Masing-masing dari 

4 kategori kelas tersebut memiliki sebanyak 2000 gambar di dalamnya dengan 

resolusi tiap gambar berukuran 200 × 190, kemudian gambar tersebut akan 

dilakukan proses resize menjadi ukuran 224 × 224.  

 

 

 

3.4 Metode Penelitian 

 

 

 

Pada metode penelitian tugas akhir ini menggunakan sebuah metode deep learning 

untuk melakukan tugas computer vision yaitu metode Vision Transformer (ViT). 

Beberapa tahapan langkah yang dilakukan dalam penelitian ini adalah sebagai 

berikut : 

1. Pengumpulan dan penginputan kumpulan data citra MRI Alzheimer. 

2. Melakukan splitting data dari total 8000 citra menjadi 90% data model dan 

10% data testing. Kemudian dari 90% data model dibagi kembali menjadi 90% 

untuk data training dan 10% untuk data validasi. 

3. Pada tahap pre-processing dilakukan beberapa proses yaitu normalisasi data, 

proses resize pada gambar menjadi berukuran 224 × 224, augmentasi data, dan 

mengubah gambar menjadi bentuk tensor PyTorch. 

4.  Melakukan augmentasi pada kumpulan data seperti RandomResizedCrop, 

RandomFlip, RandomRotation dan ColorJitter pada data training. 

5. Membangun model pre-trained Vision Transformer (ViT). 

6. Melakukan fine-tuning classification ViT pada data training. 
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7.  Melakukan training dengan beberapa kombinasi parameter learning rate dan 

batch size berbeda untuk mencari parameter terbaik yang digunakan. 

8. Melakukan training pada model ViT yang telah dibangun menggunakan data 

training dan melakukan validasi menggunakan data validasi. 

9. Evaluasi model dari ViT dengan menggunakan confusion matrix dan metrik 

evaluasinya yaitu akurasi, spesifitas, sensitivitas, dan F1-score, menggunakan 

data testing. 

Berikut ini merupakan beberapa tahapan proses penelitian yang dilakukan dapat 

dijelaskan pada diagram flowchart pada Gambar 19 sebagai berikut. 

 

Gambar 19. Flowchart Metode Penelitian



 

 

 

 

 

 

BAB V. KESIMPULAN DAN SARAN 

 

 

 

 

5.1. Kesimpulan 

 

 

 

Berdasarkan penelitian yang dilakukan dengan menggunakan model pre-trained 

Vision Transformer yaitu “vit-base-patch16-224” dalam melakukan tugas 

klasifikasi citra MRI penyakit Alzheimer didapatkan beberapa kesimpulan antara 

lain: 

1. Penggunaan model pre-trained “vit-base-patch16-224” terbukti sangat 

efektif dan memiliki kinerja yang baik dalam melakukan tugas klasifikasi data 

citra MRI penyakit Alzheimer. Model ini mampu untuk secara akurat 

membedakan karakteristik kelas-kelas yang berbeda pada citra MRI penyakit 

Alzheimer. 

2. Model pre-trained yang telah dilatih mampu bekerja dengan sangat baik 

dalam memprediksi data baru citra MRI Alzheimer dibuktikan dengan nilai 

akurasi, sensitivitas, spesifitas, dan F1-score secara berurutan yaitu 98,19%, 

96,34%, 98,80%, dan 96,37%. 

3. Hasil dari temuan ini relevan dengan tujuan penelitian dalam klasifikasi citra 

MRI Penyakit Alzheimer. Penerapan model pre-trained ViT membuktikan 

kinerja yang sangat baik dalam menganalisis data citra dan menghasilkan 

prediksi yang akurat. 
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5.2 Saran 

 

 

 

Saran yang dianjurkan untuk penelitian selanjutnya adalah meningkatkan jumlah 

data yang digunakan dalam proses training, validasi, dan testing sehingga model 

yang digunakan dapat dimaksimalkan dan mendapat hasil yang lebih optimal. 

Selain itu penelitian selanjutnya dapat menggunakan beberapa model pre-trained 

Vision Transformer (ViT) lainnya yang lebih tinggi seperti varian large dan model 

pre-trained yang dilatih dengan data pixel berukuran 384 × 384. Tidak terbatas 

pada arsitektur ViT, penelitian selanjutnya juga dapat menggunakan model 

transformer lainnya untuk mengelola data citra seperti arsitektur Data-Efficient 

Image Transformer (DeiT) dan Swin Transformer. 
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